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“Nao sou obrigado a vencer, mas tenho o dever
de ser verdadeiro. Nao sou obrigado a ter sucesso,
mas tenho o dever de corresponder a luz que
tenho”.

Abraham Lincoln



RESUMO

A atual situacéo politica brasileira fornece ao cidaddo o amplo direito de voto, sustentada por
um regime democratico caracterizado pela liberdade politica. Essa liberdade traz a
possibilidade de haver multiplos partidos e candidatos, fazendo com que o eleitor necessite
buscar informagdes sobre 0s concorrentes, muitas vezes nos meios de comunicagio, ou no
préprio ambiente onde vive. Ap6s o término de cada elei¢do, sdo gerados muitos dados, que
ao serem totalizados, indicam quais candidatos foram eleitos. Mas esses dados ndo sdo
suficientes para dizer por que um candidato foi eleito, ou seja, qual fator influenciou na
escolha do seu nome na urna. Para saber quais sdo esses fatores é preciso analisar outros tipos
de dados, além daqueles gerados no dia da eleicdo. Esses dados sdo disponibilizados pelo TSE
(Tribunal Superior Eleitoral), onde é possivel saber idade, profissdo, grau de instrucdo, estado
civil, entre outras informag6es sobre cada candidato. Tendo em méaos esses dados, é possivel
relacionar com os dados da eleicdo e saber o quanto que cada caracteristica influencia no
resultado final. Para isso, uma ferramenta util para extrair esse conhecimento é a mineragéo
de dados, pois lida com grandes bases de dados, buscando padrées ndo conhecidos
anteriormente. A proposta do presente trabalho é utilizar o algoritmo de classificacdo de
dados J48, com auxilio da ferramenta WEKA, para realizar essa tarefa, podendo classificar os
dados referentes as eleicdes para prefeito do ano de 2012, das cinco regibes do Brasil,
selecionando um Estado de cada regido. Os resultados apontaram que fatores como
experiéncia politica do candidato, despesa de campanha e idade influenciaram diretamente no
resultado da eleicdo, além de outros fatores como total de bens e grau de instrugéo.

Palavras-chave: mineracdo de dados, classificacdo de dados, descoberta de padrdes.



ABSTRACT

The current Brazilian political situation provides all citizens the right to vote, sustained by a
democratic regime characterized by political freedom. This freedom allows multiple parties
and candidates, making the elector need to acquire information about competitors, often in
the media, or in the environment where they live. After the end of each election are generated
a lot of data, which, when summarized, indicate which candidates were elected. But these
data are not enough to say why a candidate was elected, i.e., which factors influenced the
choice of his name on the ballot. To know which are these factors it is necessary to analyze
other types of data beyond those generated on election day. This information is provided by
TSE (Supreme Electoral Court), where it is possible to know age, occupation, education level,
marital status, and other information about each candidate. Using these data it is possible to
find out know how these characteristics influences the final result. For this purpose data
mining is a useful tool because it deals with large databases, searching for patterns not
previously known. The purpose of this work is to use the J48 data classification algorithm,
available at the WEKA software tool to classify data on mayoral elections of the year 2012 in
five regions of Brazil by selecting a state of each region. The results show that factors such as
political experience of the candidate, campaign spending and age directly influenced the
outcome of elections, as well as other factors such as total assets and the level of education of
the candidate.

Keywords: data mining, data classification, pattern discovery.
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1 INTRODUCAO

A cada eleicdo que ocorre no Brasil, novos candidatos pleiteiam cargos publicos,
buscando conquistar o interesse do eleitorado e alcancar a tdo sonhada carreira politica. Além
disso, os eleitores se tornam cada vez mais criticos, devido ao aumento da disponibilidade de
informacGes em relacdo aos candidatos, fazendo com que a votagdo seja uma escolha ainda
mais criteriosa.

Além das fontes mais comuns de divulgacdo eleitoral, a internet é cada vez mais
utilizada. De acordo com Figueira (2013), a internet cria espagos conversacionais nao
hierarquicos, mudando a experiéncia de campanha, divulgando de certa maneira opinides
politicas através das midias sociais.

As informacdes sobre os candidatos, portanto, s@o buscadas facilmente, o que tornam
a vida politica ou profissional do candidato uma grande influéncia na escolha do mesmo.
Alem deste fator importante, outros vém a tona, como o total de investimento na campanha
politica que, muitas vezes, proporciona um maior gasto em propaganda, e as caracteristicas do
candidato, como idade, sexo e profissdo, que podem influenciar na escolha do mesmo.

A eleicdo é descrita por Oliveira (2012) como uma representacdo do processo
eleitoral, ou seja, é o relato do modo como o eleitor votou, e sobre em quais segmentos
socioecondmicos, ideoldgicos ou religiosos um candidato alcancou mais votos. O autor
também afirma que decifrar o fenbmeno eleitoral vai além deste aspecto, representa
identificar as causas que motivam ou levam o individuo ou o grupo deles a tomar esta
importante decisdo. Identificando o comportamento nas elei¢cGes, fenbmenos sociais, mais
precisamente os eleitorais, sdo elucidados.

Tendo em vista a quantidade de dados disponiveis de cada elei¢do torna-se, entéo,
interessante avaliar o quanto que cada fator citado acima é determinante para o resultado final.
Para auxiliar nessa avaliacdo, a mineracdo de dados é fundamental, pois através dela pode-se
extrair estas informacdes.

A tarefa de mineracdo de dados exige a definicdo de um escopo para estudo, ou seja, a
definicdo de quais dados serdo utilizados, como, por exemplo, elegendo uma categoria de
candidato, ou selecionando por unidade federativa, a fim de reduzir a quantidade de dados,
facilitando a anélise dos mesmos.

A proposta é, portanto, utilizar os dados dos candidatos a prefeito, por se tratar de um

cargo que exige que o eleito tenha uma proporgcdo maior de votos, se comparado a outros
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cargos, como, por exemplo, vereador. Além disso, o cargo de prefeito possui um menor
namero de candidatos por cidade, o que reduz a quantidade de dados a serem analisados.

Além de definir qual tipo de candidatura a ser estudada, se fez necessario delimitar
ainda mais os dados, pois considerando a quantidade de municipios do pais, torna-se inviavel
a analise de todos os dados disponiveis. Portanto, definiu-se como alvo 5 (cinco) estados
brasileiros, Rio Grande do Sul, Sdo Paulo, Bahia, Para e Goias, sendo um de cada regido do
Brasil, incluindo portanto, todos seus municipios. Apds esta definicdo, foram minerados os
dados dos estados escolhidos, fazendo uma comparacéo entre os resultados apontados.

Tendo em mente a complexidade que o processo de mineracdo de dados envolve,
torna-se importante a utilizacdo de uma ferramenta apropriada, que possua algoritmos para
extrair o conhecimento pretendido. Para cumprir este objetivo foi escolhida a ferramenta
WEKA® (do inglés Waikato Environment for Knowledge Analysis) desenvolvida pela
Universidade de Waikato, da Nova Zelandia.

Conforme cita Witten and Frank (2005), a ferramenta WEKA fornece uma variedade
de funcbes para transformar um conjunto de dados, incluindo algoritmos de varios tipos,
permitindo processar um conjunto de dados, baseando-se em um esquema de aprendizagem, e
analisar os resultados e desempenho, tudo sem necessitar escrever nenhum cédigo.

Com essa ferramenta pode-se extrair conhecimento da base de dados em estudo,
podendo saber o quanto que fatores como idade, sexo, profissdo e total de investimento em

campanha foram determinantes para a eleicdo dos candidatos.

! Disponivel em http://www.cs.waikato.ac.nz/ml/weka/
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1.1 Objetivo Geral

Encontrar possiveis padrdes em dados eleitorais de candidatos a prefeito das elei¢des

do ano de 2012 no Brasil, indicando possiveis tendéncias relevantes, utilizando técnicas de

mineracdo de dados disponiveis na ferramenta WEKA.

1.2 Objetivos Especificos

e Filtragem e padronizacdo dos dados disponiveis;

e Processamento e captacao de resultados utilizando WEKA,

e Andalise dos resultados obtidos.

1.3 Estrutura do Trabalho

O presente trabalho possui mais 5 se¢des, sendo elas:

Secdo 2 (Situacdo politica do Brasil): exibe uma breve descricdo sobre a
situacdo politica do Brasil, bem como aspectos importantes referentes aos
eleitores e os fatores que influenciam o voto.

Secdo 3 (Mineragédo de dados): apresenta conceitos de alguns autores sobre
mineracao de dados, incluindo principais metodos e algoritmos.

Secdo 4 (Desenvolvimento): nesta secdo sdo exibidos os passos do
desenvolvimento da proposta do trabalho.

Secdo 5 (Metodologia): neste capitulo sdo identificados os topicos do
desenvolvimento e como que cada etapa foi realizada.

Secdo 6 (Conclusdo): nesta etapa as conclusdes finais sdo apresentadas,

baseando-se nos resultados obtidos.
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2 SITUACAO POLITICA DO BRASIL

Nos dias atuais o Brasil vive um periodo democrético, marcado principalmente pelo
amplo direito de voto por parte do cidaddo. Esse cendrio passou a ser construido pelo
movimento popular conhecido por Diretas J&4, um dos maiores da historia do Brasil, surgido a
partir da Emenda Dante de Oliveira, que culminou com a constituinte que elaborou,
posteriormente, a constituicdo de 1988, instituindo a democracia Brasileira. Antes, em 15 de
janeiro de 1985, foi eleito para presidéncia da republica, Tancredo Neves, marcando o inicio
da chamada Nova Republica (LIMA, 2012).

De acordo com Felisbino et al. (2012), o Brasil completou em 2008, 22 anos de
governo civil e 19 anos de experiéncia democratica, fundamentada pela Constituicdo Federal
de 1988. De acordo com o autor, nos dias de hoje, com a atual maturidade politica, ndo ha
temeridade em relacdo ao retorno do regime militar, pois os membros das elites politicas e o
povo sabem que a democracia esta acima de qualquer outro regime e acreditam ser a melhor

opcao para o pais.
2.1 A lideranca politica e os cargos publicos

Um dos fatores que mais influenciam na probabilidade de um candidato ocupar um
cargo politico é a posicédo hierarquica social ou posicdo social de origem do candidato, como
por exemplo, a ultima profissdo antes da ocupacdo do cargo. Independente do posto
considerado, podendo ser prefeito, gestor, deputado ou vereador, grande parte destes cargos
sdo ocupados por membros das classes superiores da sociedade, como grandes produtores
rurais, industriais e grandes empresarios, executivos e intelectuais diversos. Desse modo, a
representacdo parlamentar projeta uma imagem invertida da estrutura social, considerando
que mais de trés quartos dos deputados originam-se da parte mais favorecida, social e
culturalmente da populacdo (GAXIE, 2012).

Outro fator relevante a ser observado é o diz respeito a quantidade de candidatos que
cada cidade possuiu nas Gltimas eleicdes. Rodrigues (2011) cita que em 2004, 14 pessoas
apresentaram candidatura para prefeito na elei¢cdo de primeiro turno da cidade de S&o Paulo, e
no mesmo ano, apenas um candidato concorreu a eleicdo da cidade de Bom Jardim da Serra

(SC), e obviamente, se tornou vencedor da mesma.

Uma das explicacdes possiveis para este fato, segundo Rodrigues (2011), é que a

estrutura institucional determina o nimero de candidatos, fazendo com que a presenca de
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eleicOes diretas e turno Unico influenciem no numero de concorrentes, justificativa esta
frequentemente mencionada para a grande ocorréncia de eleicdes com apenas dois candidatos
para a presidéncia dos Estados Unidos. Por outro lado, conforme cita também o autor, as
eleicOes que tem possibilidade de haver segundo turno, como para governador e presidente do

Brasil, atrairiam um nimero maior de candidatos ao pleito.
2.2 Fatores que influenciam o voto

O comportamento do eleitor nas urnas pode ser explicado, baseando-se na ciéncia
politica, seguindo trés teorias, a socioldgica, a psicoldgica e a econdmica. A teoria econdmica
ou racial indica que o cidad&@o age nas urnas de acordo com motivagfes pessoais, Como, por
exemplo, buscando bem-estar e melhoria na sua situacdo econémica. Esse comportamento é
fruto do baixo interesse em politica, que implica em pouco gasto na obtencdo de informacéo
sobre essa tematica (FIGUEIRA, 2013).

Figueira (2013) cita que, na abordagem socioldgica, diferentemente da anterior, o voto
é resultado do contexto social do votante, ligado principalmente as interacbes com a
sociedade onde vive e seus relacionamentos politicos. Pode-se dizer entdo que a diferenca
entre as duas teorias encontra-se na decisdo do eleitor. Na teoria econdmica o eleitor age
racionalmente, tendo em vista sua situacdo individual, j& na teoria socioldgica, a decisdo
baseia-se na combinacdo de seus anseios com 0s desejos da sociedade onde vive. Figueira
(2013) cita também a teoria psicoldgica, que, segundo o autor, baseia-se na racionalidade de
baixa-informacdo, o que significa que o eleitor acrescenta no seu conhecimento politico
aquilo que é exibido nas campanhas eleitorais, no cotidiano, nas experiéncias da vida e nas

relacGes que possui em sociedade.
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3 MINERACAO DE DADOS

A tarefa de mineracdo de dados é definida de diversas formas na literatura atual, entre
as definicOes encontradas, aquelas consideradas mais relevantes foram destacadas.

A mineracdo de dados oferece a capacidade de visualizar os dados sobre uma nova luz,
descobrindo associagbes e padrbes ndo descobertos anteriormente. Simplificando, a
mineracdo de dados nada mais € que 0 processo de extracdo de conhecimento novo ou

padrdes desconhecidos de um conjunto de dados existente (HAGOOQOD, 2012).

Para Joseph, Sadath e Rajan (2013) a mineracdo de dados pode ser definida como um
ramo da ciéncia da computacdo que lida com o processamento de grandes conjuntos de dados
e descobrimento de padrdes nos mesmos. O principal objetivo da mineracdo de dados, de
acordo com o autor, é extrair informacao para, posteriormente, transformar a mesma em uma

estrutura compreensivel que possa ser utilizada no futuro.

Um fato relevante, para Bacardit e Llora (2013), que deve ser considerado € que
atualmente vivemos na era petabyte?, caracterizada pela grande geracéo de informacdes. De
acordo com o autor, necessitamos cada vez mais da analise, processamento e transformagéo
de dados. Segundo o mesmo, a utilizacdo de ferramentas robustas de mineracdo de dados se

faz necessario para alcancar este objetivo.

Atualmente a proliferacdo da informacdo também é um fato presente no cotidiano.
Luiz et al. (2012) explica que essa proliferacdo ocorre principalmente pelo grande avanco da
tecnologia computacional, o que aumenta a capacidade de geracdo e armazenamento de
dados. O autor destaca também que a tarefa de extrair conhecimento das bases de dados se

torna algo inviavel, sem o auxilio de alguma ferramenta de mineracéo de dados apropriada.

Segundo Sundar, Latha e Chandra (2012), os primeiros estudos referentes a
mineracdo de dados surgiram a mais de duas décadas, mas o seu potencial s6 estd sendo
explorado agora. Para o autor, mineracdo de dados é a combinacdo entre analise estatistica,
aprendizado de maquina e tecnologia de banco de dados, a fim de extrair padrdes e

relacionamentos que nao foram percebidos anteriormente.

% Unidade de armazenamento de dados equivalente a 1024 terabytes, sendo
1.152.921.504.606.846.976 bytes (Digerati, 2009).
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3.1 Descoberta de conhecimento em banco de dados

A descoberta de conhecimento em banco de dados, ou KDD (Knowledge Discovery
Database) pode ser definida como um processo ndo trivial de identificar novos padroes,
potencialmente Uteis e finalmente compreensiveis nos dados (PADHY, MISHRA E
PANIGRAHI, 2012).

Para conseguir realizar a tarefa de extrair conhecimento em banco de dados é preciso
seguir alguns passos, entre eles pode-se citar: selecdo, pré-processamento, transformacéo,
mineracdo de dados (MD) e interpretagdo dos resultados. A etapa de mineracdo de dados,
especificamente, pode ser dividida nas tarefas de classificacdo, regressdo, associacao,
formacdo de agrupamentos (clustering, em inglés) e deteccao de anomalias (outliers) (LUIZ
ET AL, 2012).

Para Gupta, Kumar e Sharma (2011), o processo de descoberta de conhecimento em

banco de dados ocorre de outra forma, seguindo 0s seguintes passos:

e Limpeza dos dados: é a fase onde os dados irrelevantes sdo removidos;

e Integracdo de dados: nesta etapa multiplas fontes de dados, podendo ser
heterogéneas, sdo combinadas em um unico conjunto de dados;

e Selecdo de dados: momento onde os dados utilizados para analise sao
escolhidos da colecdo de dados;

e Transformacdo de dados: fase conhecida também como consolidacdo de dados,
onde os dados selecionados sdo transformados no formato apropriado para o
processo de mineracao;

e Mineracdo de dados: é o passo crucial no processo de KDD, onde técnicas sdo
utilizadas para extrair padrdes potencialmente uteis nos dados;

e Avaliacdo de padrBes: neste momento do processo, 0s padrbes estritamente
interessantes sdo identificados com base em medidas previamente indicadas; e

e Representacdo do conhecimento: no final, o conhecimento descoberto é
representado visualmente para o usuario. Nesta fase, técnicas de visualizacdo
sdo usadas para ajudar os usuarios a entender e interpretar os resultados da

mineracdo de dados.
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3.2 Técnicas de mineragdo de dados

A escolha do método adequado para realizar a mineracdo dos dados selecionados € um
passo importante para alcancar o conhecimento pretendido. Entre as diversas técnicas
existentes, podem-se classificar as mesmas em cléssicas, como: estatistica, clustering e
vizinhanga mais proxima (Nearest Neighborhood, em inglés), e aquelas da nova geracdo, que
sdo as arvores de decisdo, redes neurais e regras de associacdo. (JOSEPH, SADATH E
RAJAN, 2013).

3.2.1 Classificacéo

De acordo com Baradwaj e Pal (2011) a classificacdo € a técnica de mineracdo de
dados mais aplicada atualmente, que utiliza um conjunto de exemplos pré-classificados,
criando um modelo que consegue classificar a populacdo em geral. Esta abordagem, segundo
o autor, utiliza-se de arvores de decisdo ou algoritmos de classificacdo baseados em rede

neural.

Conforme cita Groger, Niedermann e Mitschang (2012), as arvores de decisdo podem
ser consideradas um modelo que possui como principal caracteristica a facil, compreensivel e
intuitiva interpretacdo devido a sua representacdo em forma de arvore (conforme € exibido na
figura 1). Sua estrutura € composta de nos, ou folhas, que representam um teste, onde cada n6

¢ o resultado desse teste, exibindo um rotulo de classe.

Figura 1 — Arvore de decisao

Step_1_Machine_1_Age
=3 | ==3

RE
[ LTtoo Step_1_Material_1_ID
= |5 | = 15
“LTwe ™ | step_2 Empl_1_Group |
~_high - . /
g4 | =c4

~LToo ™, S
Chign S ok

Fonte: Groger, Niedermann e Mitschang (2012)
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3.2.2 Algoritmo J48

O algoritmo J48 foi desenvolvido por J. Ross Quinlan, e representa uma versdo do
algoritmo C4 (Kaur, Mohan e Sandhu, 2012). Ele utiliza dois métodos de poda®, no primeiro é
conhecido como substituicdo de subarvore, ou seja, 0s n6s de uma arvore de decisdo podem
ser substituidos por uma folha, basicamente, diminuindo o nimero de testes ao longo de
determinado percurso. O segundo tipo é denominado de captacdo de sub-arvore. Neste caso,
diferente do anterior, um nodo pode ser movido para cima em direcdo a raiz da arvore,
substituindo os outros nos do caminho (KAUR, MOHAN E SANDHU, 2012).

Conforme afirma Patil e Sherekar (2013), o J48 é um algoritmo que cria uma arvore
binaria de decisdo simples. Abaixo encontra-se a estrutura do algoritmo (figura 2), seguido de

uma breve explicacdo do autor.

Figura 2 - Algoritmo J48
Algoritrmo 148:
ENTRADA:
0 //Dados de treinamento
sADA
T//Arvore de decisio
OTBUILD {*D)
{
T=dy; T= Cria no raiz e rotulo com atributo de divisdo;
T=Adicionaarc para o no raiz para cada divisdo de predicado e ratulo;
Paracada arc faz
0= Banco de dados criado pela aplicacdo de divisdo de predicado para D;
Se o ponto de parada atingido por este caminho, entdo,
T'=cria o na folha e rotulo com classe apropriada
Se ndo
T'= DTBUILD(D);

T=adiciona T" para arc;

Fonte: (Baseado no algoritmo apresentado por Patil e Sherekar, 2013)

% O processo de poda remove as ramificacdes que n&o tem relevancia para o modelo de
classificacéo, selecionando a sub-arvore com menor taxa de erro estimada (Oliveira, 2001).
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Durante a construcdo da arvore sdo ignorados os valores em falta, ou seja, o valor de
um item pode ser previsto de acordo com os valores dos atributos para os outros registros. O
objetivo é dividir os dados em serie, com base nos valores de atributos para esse item que se
encontram na amostra (PATIL E SHEREKAR, 2013).

No processo de construcdo da arvore de decisdo J48, sempre que um conjunto de itens
é encontrado, o algoritmo identifica o atributo que melhor discrimina os diversos exemplos,
ou seja, entre os valores possiveis, caso houver qualquer valor que ndo encontre ambiguidade,
entdo esse ramo é encerrado e o valor obtido é atribuido a ele (RAVICHANDRAN,
SRINIVASAN E RAMASAMY, 2012).

3.2.3 Regras de associagao

As regras de associacdo tem papel importante na tarefa de mineragdo de dados, o
objetivo delas é encontrar associacdes, relacbes ou correlagfes interessantes em um grande
conjunto de itens de dados, em resumo, as regras de associacdo mostram as condicGes de
ocorréncia de valor dos atributos em um determinado conjunto de dados (KUMAR E
CHADHA, 2012).

Em diferentes areas, segundo Lee et al. (2013), as regras de associagdo ganharam
grande importancia, entre elas, comércio, telecomunicacdes, seguros e bioinformatica,

auxiliando no desenvolvimento de varias corporacoes.

Regra de associacdo é definida por Shweta e Garg (2013) como as declaragdes que
fazem relacdes entre dados de um determinado banco de dados. Segundo o autor, uma regra
de associacdo tem duas partes, aquela denominada antecedente, e a seguinte, definida por
consequente, por exemplo, {ovo} => {leite} (nesse caso o0 ovo é o antecedente e o leite é 0

consequente), no caso, a ocorréncia do primeiro item depende do item seguinte da regra.

Conforme cita Angeline e James (2012), as regras de associagcdes foram propostas por
Agrawal et al. (1993), desde entdo muitos algoritmos para a geracao de regras de associacdo

foram criados, entre os mais populares estdo Apriori, Eclat e FP-Growth.
3.2.4 Algoritmo Apriori

O algoritmo Apriori foi proposto por R. Agarwal e R. Srikant em 1994 com objetivo
de minerar conjuntos de itens frequentes em banco de dados, utilizando regras de associagao
booleanas (KUMAR E CHADHA, 2012).
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De acordo com Shweta e Garg (2013), Apriori é uma palavra de origem latina e seu
significado € "com o que vem antes". Segundo o autor este tipo de algoritmo utiliza estratégia
de baixo para cima; € considerado o mais famoso e classico algoritmo para mineragdo de

padrdes frequentes.
3.3 Ferramentas de mineracéo de dados

A tarefa de mineracao de dados se torna facilitada se tiver o auxilio de uma ferramenta
apropriada. Entre os diversos softwares disponiveis foram escolhidas dois, para serem
analisados e conhecer melhor as suas finalidades, entre eles o software Weka (utilizado no
presente trabalho) e o Rapidminer.

3.3.1 Rapidminer

Rapidminer, segundo Costa et al. ( 2012), é um software livre e com cddigo aberto,
distribuido de forma independente para analise de dados, permitindo a integracdo com outros

produtos desenvolvidos pelo mesmo projeto. Algumas caracteristicas destacadas pelo autor

séo:

e Disponibilidade gratuita da ferramenta

e Funciona na maioria das plataformas

e Interface grafica intuitiva

e Integracdo com diferentes fontes de dados
3.3.2 WEKA

O software WEKA ¢ descrito por Nassif (2013) como uma ferramenta livre, sob a
licenca GPL (Genaral Public License), desenvolvida na Universidade de Waikato. De acordo
com o autor, ela foi desenvolvida em Java e contém uma interface grafica para interagir com

arquivos de dados e produzir resultados visuais (arvores, curvas e tabelas).

De acordo com Hall et al. (2009) a ferramenta WEKA tem varias interfaces gréaficas
que possibilitam o facil acesso as suas funcionalidades. O autor relata também que a
ferramenta possui, como interface principal, a “Explorer”, onde cada painel representa uma
tarefa de mineracdo de dados diferente, além de um painel denominado ‘“Pré-processo”
(preprocess em inglés), onde as fontes de dados sdo carregadas e 0s atributos séo

selecionados.
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4 DESENVOLVIMENTO

Neste capitulo serdo exibidos os detalhes do processo de mineragdo de dados
eleitorais, conforme a abordagem proposta. Este processo tem como objetivo encontrar regras
de classificacdo, descobrindo padrbes nos dados apresentados, utilizando algoritmos de Data
Mining, através do software WEKA. Foi definido como escopo apenas os dados de candidatos
a prefeito, permitindo assim uma analise de todos os municipios de cada estado (conforme
citado na secdo de introducdo), sem utilizar uma base de dados tdo extensa, se comparado aos
dados de candidatos a vereador.

4.1 Procedimentos

Nesta etapa serdo exibidos os procedimentos realizados para o desenvolvimento do
trabalho proposto. Sera apresentada a origem dos dados utilizados e em qual formato eles
estdo disponiveis, assim como as ferramentas escolhidas para realizagdo das tarefas que foram

idealizadas.
4.1.1 Dados utilizados

Os dados utilizados no presente trabalho séo fornecidos, de forma livre e gratuita, pelo
Tribunal Superior Eleitoral através do portal “Repositorio de dados eleitorais”
(http://www.tse.jus.br/eleicoes/repositorio-de-dados-eleitorais),  estando 0SS  mesmos
disponiveis para download. Estes encontram-se organizados cronologicamente, permitindo os
usuarios acessarem dados das eleicdes municipais e nacionais do ano de 1994 até o ano de
2012.

Estes dados sdo disponibilizados em diretérios compactados, contendo arquivos de
texto (no formato de texto plano) para cada unidade federativa. Estes arquivos contém 1 (um)
registro por linha e dados dos candidatos separados por ponto e virgula (;), fornecendo, como
por exemplo, estado civil, data de nascimento, partido e resultado, no caso, se foi ou ndo
eleito. Além de dados de candidatos de cada eleicdo, pode-se ter acesso a relatorios de dados

do eleitorado.

Em relacdo a proposta de mineracdo de dados do presente trabalho, foram
selecionados os dados dos candidatos a prefeito dos estados do Rio Grande do Sul, Sdo Paulo,

Bahia, Goias e Para, podendo assim avaliar a situacdo de todas as regifes do pais, cada uma
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com suas caracteristicas sociais, culturais e financeiras. Abaixo encontra-se uma tabela que

exibe a quantidade de candidatos por estado e o total de dados selecionados.

Tabela 1 - Dados utilizados

Total de Candidatos a
Estado candidatos prefeito
Rio Grande do Sul 29052 1216
Sao Paulo 81622 2119
Bahia 36345 1206
Goias 20587 690
Para 18780 504
Total 186386 5735

Fonte: Arquivo pessoal

Além das informacBes pessoais dos candidatos, torna-se interessante avaliar a
importancia que outros dados, que se encontram disponiveis no repositorio citado, teriam na
tarefa de descoberta de conhecimento proposta, mesmo que estes ndo estejam no conjunto de

dados citado anteriormente.

Entre estes dados que ndo foram citados, aqueles referentes aos bens dos candidatos
também estdo disponiveis. Os mesmos estdo disponibilizados da mesma maneira que os dados
cadastrais dos candidatos, ou seja, armazenados em arquivos de texto, sendo um arquivo para
cada unidade federativa, contendo informacGes dos bens dos candidatos que foram declarados
antes da eleicdo. Entre estes valores estdo o valor estimado, tipo, descricdo e, principalmente,

um nimero que identifica o candidato proprietario do bem.

A partir destes dados é possivel relacionar os mesmos com os dados cadastrais dos
candidatos, gerando, por exemplo, o total de bens de cada individuo, exibindo assim um novo
atributo que pode auxiliar na tarefa de mineracdo de dados pretendida, tornando possivel

avaliar o quanto que esta caracteristica pode influenciar no resultado da eleicao.
4.1.2 Ferramentas utilizadas

Para processamento e filtragem dos dados foi utilizada a planilha eletrénica Microsoft
Office Excel 2007, pois permite a manipulacdo dos dados de maneira facilitada com a

utilizacdo de mecanismos de filtragem.

A realizacé@o do processo de minerac¢do de dados, proposto neste trabalho, depende da

utilizacdo de algoritmos apropriados. Para dar suporte a esta tarefa foi utilizada a ferramenta
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WEKA (Waikato Environment for Knowledge Analysis), que encontra-se disponibilizada no
site http://sourceforge.net/projects/weka/?source=dlp. Outras ferramentas

4.2 Etapas do desenvolvimento
O processo de mineracéo de dados proposto compde-se das seguintes etapas:

e Definicéo do escopo

e Selecédo de dados

e Definicéo de atributos

e Transformacao de dados
e Mineragdo dos dados

e Interpretagéo dos resultados
4.2.1Defini¢ao do escopo

Apos analisar os dados que sdo disponibilizados no site do TSE, definiu-se qual
escopo deveria ser adotado para realizacdo da tarefa proposta. Foram escolhidos, portanto, 0s
dados das elei¢des municipais do ano de 2012, referentes aos estados do Rio Grande do Sul,

Sao Paulo, Bahia, Goias e Para.

Apos analisar os arquivos disponiveis, foram verificados que os mesmos continham
dados de candidatos a prefeito, vice-prefeito e vereador, possuindo aproximadamente 30 mil
registros (no caso, os dados referentes aos candidatos do estado do Rio Grande do Sul). Como
0 objetivo € analisar apenas um tipo de candidatura, foram filtrados apenas os dados
referentes a candidatos a prefeito, o que reduz o total de registros e, consequentemente,
abrangendo todos os municipios dos estados escolhidos, conhecendo a realidade das pequenas

cidades até as capitais dos estados.
4.2.2 Selecdo de dados

Apos a definicdo do escopo a ser estudado, a proxima tarefa refere-se a filtragem e
selecdo dos dados, necessaria, pois € preciso utilizar apenas as informacdes referentes aos
candidatos a prefeito.

Considerando que os dados encontram-se armazenados em arquivos de texto, é preciso

importar 0s mesmos para alguma ferramenta capaz de realizar a filtragem pretendida. Para



isso foi escolhida a planilha eletronica Excel 2007, da Microsoft, utilizando a opcao

importacdo de dados (conforme exibido na figura 3).

Figura 3 - Importacdo de dados
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Fonte: Arquivo pessoal
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de

Apos a importacdo dos dados, a tarefa de filtragem de dados se faz necessaria,

considerando gque o arquivo importado possui informagdes de candidatos a prefeito, vereador

e vice-prefeito. Para realizar esta tarefa, foi utilizado o recurso “filtro” (conforme exibido na

figura 4), selecionando apenas o valor “prefeito”.

Figura 4 - Filtragem de registros
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4.2.3 Definicéo de atributos

Apobs realizar a selecdo de dados foi necessario definir quais atributos seriam
utilizados e quais poderiam ser Gteis para alcancar o objetivo proposto. O arquivo disponivel
pelo TSE contém 28 atributos, sendo muito deles, apenas de informagdo como, partido,
coligagdo, nome do candidato, entre outros, que ndo foram considerados importantes para o
que foi proposto, por ndo serem ligados as caracteristicas pessoais dos candidatos.

Dentre os atributos disponiveis foram selecionados:

Data de nascimento
o Atributo referente a data de nascimento do candidato, indicado no formato
“dia/més/ano”.
e Profisséo
o Profissdo do candidato, informada antes da elei¢do, descrita por extenso
(professor, dentista, veterinario, etc.)
e Sexo
o Género do candidato (masculino ou feminino)
e EnsSuperior
o Atributo que indica se o candidato possui ou ndo ensino superior.
e Estado Civil
o Condicdo civil do candidato antes das eleicbes (casado, solteiro,
divorciado, etc).
e Despesa de Campanha
o Total de investimento do candidato na campanha eleitoral, representado por
um valor numérico.
e Cidade Nascimento
o Cidade onde candidato nasceu ou foi registrado.
e Eleito/N&o eleito
o Situacdo final do candidato no pleito, indicando se o mesmo foi ou nédo

eleito.

Na escolha destes atributos € importante destacar que o objetivo é selecionar apenas
aqueles que podem trazer algum resultado, ou seja, que podem indicar alguma tendéncia ou

padréo. Portanto, aqueles atributos relacionados a partidos ou coligagdes ndo foram
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considerados relevantes, pois o foco principal do trabalho estd nas caracteristicas dos

candidatos.
4.2.4 Transformacéao de dados

Durante os primeiros testes realizados na ferramenta WEKA, com os dados que foram
selecionados, foi observado que os resultados ndo eram claros e a ferramenta ndo permitia a
execucdo de alguns algoritmos, principalmente as arvores de deciséo e regras de associacao.
O motivo principal é que os dados ndo estavam formatados e organizados devidamente. Por
exemplo, o atributo que exibe a data de nascimento possui uma grande variacdo de valores,

aspecto que dificulta o processamento dos dados e o entendimento dos resultados.

Portanto, para maior aproveitamento da ferramenta WEKA, alguns atributos foram
alterados, com objetivo de reduzir a variacdo dos valores, classificando os dados em niveis.
Foi necessario entdo atribuir uma escala para cada um. Abaixo estéo as alteracfes que foram

feitas nos atributos citados.

e Data de nascimento:

o Neste atributo foi preciso alterar a representacdo dos valores, alterando
para idade, ao invés da data de nascimento. Para isso foi realizado um
calculo da idade do candidato, tendo como referéncia a data da eleicéo.

o Apos esta alteracdo os dados foram classificados da seguinte maneira:

= mAlta(71-80)

= Alta(61-70)

= Media(41-60)

= Baixa(31-40)

= mBaixa(18-30)
e Despesa

o Seguindo o principio do atributo anterior, os dados referentes aos gastos em
campanha foram classificados, com objetivo de facilitar a tarefa de
mineracdo de dados. A classificacdo ficou na seguinte forma:

= mAlta(>1Milhao)
= Alta(100mil-1mi)
=  Meédia(10-100mil)
= Baixa(<10mil) }
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Além disso, outros atributos foram padronizados, permitindo apenas 0s valores “sim”
e “ndo”, seguindo o esquema abaixo.
e Profissdo => Politico { ndo,sim }

o Devido a este atributo possuir uma grande variagédo de valores, foi decidido
atribuir apenas os valores “sim” ou “ndo”, identificando se o candidato
exerce algum cargo politico (prefeito, vereador, deputado, por exemplo) no
periodo da campanha.

e Estado Civil => Casado { sim,néo }

o Este atributo foi padronizado para exibir apenas se o estado civil do

candidato ¢ igual a “casado”. Permitindo os valores “sim” e “ndo”.
e Cidade Nascimento = > CidNasc { ndo,sim }

o Ja este atributo foi definido como “CidNasc”, indicando se o candidato
nasceu ou ndo na cidade de candidatura. Permitindo também os valores
“sim” ¢ “nao”. No caso, foi feito uma férmula para verificar se o atributo
que indica a cidade de nascimento é igual ao atributo que representa a
cidade de candidatura.

e EnsSuperior
o Este atributo foi alterado para exibir apenas se o candidato possui ou ndo

nivel superior.

Apos as alteracdes, a tabela com os dados finais ficou com a seguinte composicéo,

conforme é exibido na imagem abaixo (ver figura 5).

Figura 5 - Dados finais

Politico Faixa de idade Sexo Graulnst EnsSuperior Casado CidNasc Total de bens Despesa Eleito
X hd X d X hd X d hd X d X v hd X hd X hd
ndo Alta(61-70) M 7-5C sim sim ndo Medio(500mil-1mi) Alta(100mil-1mi) néo
nao Alta(61-70) M 7-sC sim nio sim Baixo(100mil-500mil) Alta(100mil-1mi) sim
ndo Media(41-60) M 5-EMC nio sim ndo Alto(1mi-50mi) Alta(100mil-1mi) no
nao Baixa(31-40) M 7-5C sim sim nio Alto(1mi-50mi) Alta(100mil-1mi) sim
ndo Media(41-60) M 7-5C sim sim ndo Baixo(100mil-500mil) Média(10-100mil) néo
ndo Media(41-60) M 6-Sl ndo sim sim Baixo(100mil-500mil) Alta(100mil-1mi) ndo
ndo Media(41-60) M 7-SC sim néo sim mBaixo{<100mil) Alta(100mil-1mi) sim
ndo Media(41-60) M 6-51 ndo sim ndo Baixo(100mil-500mil) Média(10-100mil) sim
sim Alta(61-70) M 6-51 ndo sim sim Baixo(100mil-500mil) Alta(100mil-1mi) néo
ndo Media(41-60) M 6-51 ndo sim sim Alto(1mi-50mi) Média(10-100mil) sim
ndo Media(41-60) F 7-5C sim nio sim Baixo(100mil-500mil) Média(10-100mil) ndo
nao Media(41-60) M 7-5C sim sim nio Baixo(100mil-500mil) Alta(100mil-1mi) nio
nao Media(41-60) M 7-sC sim nio sim Medio(900mil-1mi) Alta(100mil-1mi) sim
nao Alta(61-70) M 7-sC sim sim nio Baixo(100mil-500mil) Alta(100mil-1mi) nio
nao mBaixa(18-30) M 6-51 nio sim sim Baixo(100mil-500mil) Alta(100mil-1mi) nio
ndo Media(41-60) M 7-5C sim sim nio Medio(500mil-1mi) Alta(100mil-1mi) ndo
ndo Media(41-60) M 3-EFC ndo sim ndo Baixo(100mil-500mil) Alta(100mil-1mi) sim
sim Media(41-60) F 7-5C sim sim néo Baixo(100mil-500mil) Alta( 100mil-1mi) néo
sim Media(41-60) M 2-EFI ndo sim ndo mBaixo(<100mil) Média(10-100mil) sim
ndo Alta(61-70) M 5-EMC ndo sim ndo Baixo(100mil-500mil) Média(10-100mil) sim
ndo Media(41-60) M 7-5C sim sim sim mBaixo(<100mil) Alta(100mil-1mi) néo

Fonte: Arquivo pessoal
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Realizado esta etapa, foi criado um arquivo XLS (arquivo no formato da planilha
Excel 2003) apenas com os dados que serdo utilizados para realizar o processo de mineracao
de dados. Apds a criacdo deste arquivo foi realizada a conversdo do mesmo para o formato
ARFF (Attribute-Relation File Format), utilizado pela ferramenta WEKA.

Para realizar esta conversdo foi utilizado a ferramenta “Excel2Arff Converter”

(conforme exibido na figura 6).

Figura 6 - Ferramenta Excel2Arff Converter

B Excel?Arff Converter V. 1.0 -Beta == X

File Path (*xls) C\Users\Francisco\Desktop\Trabalho Data Mi @ Sheet Name candidatos 2 (} Load Data Source S‘ClearVariableLists =

|dade Politica Sexo EnsSup &
Ata(61-70) néo
Media(41-60) ndo
Baixa(31-40) néo
Media(41-60) ndo
Media(41-60) ndo
Media(41-60) ndo
Media(41-60) ndo

Variables Selected Variables
sim |dade Variable Name & Type | IdadelSI0

Paltico PalticolSI0

Sexo ; SexolSH0

ndo EnsSup Bieto EnsSuplSI0
Cazado CazadolSI0

sim Despesa String v | DespesalSi
CidNasc CidNasclSI0

sm BeiolSi0
Add =
&

sm <« Remove

sm

=E | =2 2=

ndo

apr m - 7 - " b Name (@relation) candidatos 2 # Convert ¥,

(@relation candidatos_2 .

@attibute ldade { mAlta(71-80), Alta(51-70), Media(41-60) Babxa(31-40) mBaixa(18-30) }
@attribute Poltico { néo,sim }

@attribute Sexo { M.F}

@attibute EnsSup { simndo }

@attribute Casado { simndo }

@attibute Despesa { Alta(100mil-mi) Média(10-100mil)mAta(: 1Mihac),Bata(< 10mi) }
@attribute CidNasc { o sim }

@attribute Heto {ndo.sim

@data

mAlta(71-80),nd0, M sim sim, Alta(100mi-1mi) ndo ndo

Alta(61-70),nd0,M sim,ndo, Alta(100mil-1mi) gim sim

Media(41-60),nd0,M ndo sim Ata(100mil-1mi) néo ndo

Baixa(31-40),ndio, M sim sim Alta{100mi- Imi) ndo sim -

CeDiyez Excel2Arff Converter

Fonte: Arquivo pessoal

Realizada a conversdo, foi preciso processar o arquivo criado na ferramenta WEKA, a
fim de obter os resultados pretendidos. Abaixo esta a tela principal do software WEKA, onde

foi carregado o arquivo ARFF e exibido as informacdes preliminares (ver figura 7).
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Figura 7 - Ferramenta WEKA

-
&) Weka Explorer = | B ||
[Preprocess || classify | Cluster | Associate | Select attributes | visualize |

[ Open file... ] [ Open URL... ] [ Open DB... ] [ Generate... Undo Edit... ] [ Save... ]
Filter
Current relation Selected attribute
Relation: candidatos Mame: Idade Type: Mominal
Instances: 1217 Attributes: & Missing: 0 (0%%) Distinct: 5 Unique: 0 {0%6)
Attributes Mo. Label Count
[ All ] [ Mone ] [ Invert ] [ Pattern ] 1| mAlta(71-80) 17
2[Ala(1-70) 143
3| Media(41-60) 356
HEE AL 4|Baixa(31-40) 176
1 [l Idade 5| mBaixa(18-30) 25
2|[|Politico
3| |sexa
4(_|EnsSup
5 :Casado Class: Eleito (Mom) - Visualize All
6| |Despesa . .
7| |cidNasc
8(|Eleito 356

[ Remove 143 =

Status
oK a°

Fonte: Arquivo pessoal

4.2.5 Mineracéo dos dados

Apos a filtragem e selecdo dos dados foram carregados 0s mesmos para ferramenta
WEKA, para serem submetidos aos algoritmos de mineracao de dados. Entre os diversos tipos
de algoritmos disponiveis na ferramenta, foi escolhido o algoritmo J48, do tipo classificacao,
pois as arvores de decisdo (geradas a partir desse algoritmo) sdo de facil entendimento. Os
resultados da mineracdo dos dados referentes as eleicbes municipais do estado do Rio Grande
do Sul serdo comparados aos resultados obtidos a partir dos dados das eleicGes municipais de

Séo Paulo, Bahia, Goias e Para, identificando possiveis tendéncias ou diferencas.

Apls as etapas de selecdo e filtragem de dados, se faz necessario a utilizacdo dos
algoritmos escolhidos, através da ferramenta WEKA, para gerar os resultados pretendidos.
Um dos algoritmos escolhidos é o J48, do tipo arvore de decisdo. Na figura 8 é exibida a tela
onde é definido o algoritmo e suas devidas configurac6es, assim como, é onde a mineracao de

dados é executada e o resultado é exibido.



Figura 8 - J48 (arvore de decisdo)
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-
&3 Weka Explorer

| Preprocess | Classify | cluster | Associate | Select attributes | visualize |

Classifier

Test options
@) Use training set
=) Supplied test set Set..
() Cross-validation Folds |10

~) Percentage split % |86

[ More options...

[ {Nom) Eleito

Result list (right-dick for options)

22:20:01 - trees.J48
22:20:07 - trees.J48
22:21:26 - trees.J48
22:21:57 - trees.J48
22:22:16 - trees.J48
22:22:40 - trees.J48
22:22:53 - trees.J48
22:23:06 - trees.J48

22:23:20 - rees.J48

Classifier output

J48 pruned tree

Peolitico = nd@oc: nd@o (980.0/367.0)
Politico = sim
I Idade = Alta(€1-70)
I TotalBens = Medio(500mil-1mi): ndoc (4.0/1.0)

I TotalBens = Baixo (100mil-500mil): n&oc (8.0/2.0)

1 TotalBens Alto(lmi-50mi): sim (5.0/1.0)

I TotalBens = mBaixo(<100mil): sim (2.0)

Idade = Media(41-60)

| TotalBens = Medio(SO00Omil-1mi): sim (20.0/4.0)
TotalBens = Baixc (100mil-S5S00mil)
] Despesa = Alta(l00mil-1mi): ndc (57.0/25.0)
1 Despesa = Média(10-100mil): sim (38.0/11.0)
I Despesa = mAlta(>1Milhao): ndc (16.0/6.0)

I

I

|

I

I ] Despesa = Baixa(<lOmil): sim (1.0)

I TotalBens = Alto(lmi-SOmi): sim (7.0/2.0)
1 TotalBens = mBaixo(<100mil): sim (36.0/15.0)
Idade = Baixa(31-40)

| Despesa = Alta(l00mil-1mi)

I
|
1
I
I
I
I

| CidadeNasc = ndo: sim (11.0/4.0)
I CidadeNasc = sim

I | Casado = sim: ndo (3.0)

] | Casado = nd@o: sim (3.0/1.0)

Despesa = Média(10-100mil): sim (11.0/1.0)
Despesa = mAlta(>1Milhac): ndc (2.0)
Despesa = Baixa(<1lOmil): sim (0.0)
TAzde — mRaiwal18-20Y- n3n I8 Ns2 0O
"

1
1
I
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
I
1
1
1
'
< ¥

m

Status
OK

(T P

Fonte: Arquivo pessoal

Apos carregar os dados e selecionar o algoritmo J48, foi realizada a execugdo do

algoritmo J48, utilizando a seguinte esquema de execucao (schema):

e weka.classifiers.trees.J48 -S -C 0.25 -M 2

Entre os atributos disponiveis, foram selecionados aqueles considerados mais

relevantes para obtencdo do conhecimento pretendido, ou seja, aqueles que retornaram um

resultado mais significante (indicado pela maior porcentagem de instancias classificadas

corretamente, exibida na figura 11).

e Politico
e Idade

e EnsSuperior

e Casado

e CidadeNasc

e TotalBens
e Despesa
e Eleito
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4.2.6 Resultados obtidos

Para cumprir o objetivo central do trabalho, a mineracdo de dados proposta necessita
ter uma grande abrangéncia, podendo assim coletar possiveis tendéncias de regides diferentes
do Brasil, com suas caracteristicas culturais, sociais e politicas. Para isso, foi realizado
processo de mineracdo de dados selecionando apenas uma unidade federativa de cada regido
do Brasil, tornando o processo mais reduzido e facilitado. O critério selecionado para selecdo
destes Estados foi a quantidade de habitantes, seguindo a classificagcdo publicada no Portal G1
(2012), que menciona dados do IBGE do mesmo ano (ver tabela 2).

Tabela 2 - Populagéo dos estados brasileiros

ESTADO POPULAGAO
Regido Sudeste
Sao Paulo 41.901.219
Minas Gerais 19.855.332
Rio de Janeiro 16.231.365
Espirito Santo 3.578.067
Regido Nordeste
Bahia 14.175.341
Pernambuco 8.931.028
Ceara 8.606.005
Maranhao 6.714.314
Paraiba 3.815.171
Rio Grande do Norte 3.228.198
Alagoas 3.165.472
Piaui 3.160.748
Sergipe 2.110.867
Regido Sul
Rio Grande do Sul 10.770.603
Parana 10.577.755
Santa Catarina 6.383.286
Regido Norte
Para 7.792.561
Amazonas 3.590.985
Rondonia 1.590.011
Tocantins 1.417.694
Acre 758.786
Amapa 698.602
Roraima 469.524
Regido Centro-Oeste
Goias 6.154.996
Mato Grosso 3.115.336
Distrito Federal 2.648.532
Mato Grosso do Sul 2.505.088

Fonte: (Portal G1, 2012)
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Sendo assim, as seguintes unidades federativas foram selecionadas, abrangendo as

cinco regides do Brasil:

Regido Sul
o Rio Grande do Sul
e Sudeste
o S&o Paulo
e Nordeste
o Bahia
e Centro-oeste
o Goias
e Norte

o Para
Rio Grande do Sul

Portanto, para iniciar o processo idealizado, foram selecionados os dados do Estado do
Rio Grande do Sul. Apds a carregar estes dados para ferramenta e a escolha dos atributos
envolvidos no processo, foi realizado a execucdo do algoritmo. Abaixo encontra-se 0

cabecalho do resultado apresentado (ver figura 9).

Figura 9 - Informacdes de execucdo (Rio Grande do Sul)

=== Run information ===

Scheme:weka.classifiers.trees.J48 -5 -C 0.25 -M 2
Relation: dados-weka.filters.unsupervised.attribute.Remove-R3-4
In3tances: 1214
Attributes: i

Pplitico

Idade

Ens3uperior

Casado

CidadeNasc

TotalBens

Despesa

Eleito
Test mode:evaluate on training data

Fonte: Arquivo pessoal

Neste trecho do resultado é exibido um resumo do processo de mineracdo realizado

incluindo:

e Esquema utilizado: weka.classifiers.trees.J48 -S -C 0.25 -M 2
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e Numero de atributos utilizados: 8
e Quantidade de registros: 1216
e Modo de teste: evaluate on training data

Apds o cabecalho do resultado, é exibida a arvore de decisdo, onde esta a relacdo que
cada atributo possuiu no processo realizado.

Figura 10 - Arvore de decisdo (Rio Grande do Sul)

Politico néo: ndo (980.0/367.0)

Politico 3im

Idade = Rlta(61-70)

| TotalBens = Medio(500mil-1mi): ndc (4.0/1.0)

| TotalBens = Baixc(l00mil-500mil) : ndc (8.0/2.0)

| TotalBens = BAlto{(lmi-50mi): sim {5.0/1.0)

| TotalBens = mBalixco (<100mil): sim (2.0)

Idade = Media{41-60)

| TotalBens = Medig(500mil-1mi): sim (20.0/4.0)
TotalBens = Baixo (100mil-500mil)

| Despesa = Alta (l00mil-1mi): ndc ({(57.0/25.0)
| Despesa = Média(l0-100mil): sim {(38.0/11.0)
| Despesa = mAlta(>1Milhac): ndc (16.0/6.0)

| Despesa = Baixa(<lO0mil): sim (1.0}

|

|

|

|

|

| TotalBens = Alto(lmi-50mi): sim (7.0/2.0)
| TotalBens = mBaixo («100mil): sim (36.0/515.0)
Idade = Baixa(31-40)

| Despesa = Alta{l100mil-1mi)

|
|
|
|
|
|

| CidadeNasc = néo: sim (11.0/4.0)
| CidadeNasc = 3im
| | Casado = sim: ndo (3.0)

| | Casado = nao: =2im (3.0/1.0)
Despesa = Média(l0-100mil): sim {11.0/1.0)
Despesa = milta(>1Milhac): ndc (2.0)

| Despesa = Baixa(<10mil): sim (0.0}

Idade = mBaixa (l8-30): ndc (8.0,2.0)

Idade = mRlta({71-80): ndc (£.0/1.0)

Number of Leaves : 20

Size of the tree : 28

Fonte: Arquivo pessoal

Pode-se observar que a estrutura lembra uma arvore, onde cada valor representa uma
relacdo com o valor seguinte e cada linha uma regra. No caso, a primeira linha, ou regra, ha a
expressdo “Politico = ndo: ndo (980.0/367.0)”. Essa linha indica que em 980 registros,
quando o atributo politico foi igual a “ndo”, o atributo “eleito” resultou em “ndo” e em 367
registros essa regra nao se aplica, ou seja, em 980 casos onde o candidato ndo possuia um
cargo eletivo antes da eleicdo o mesmo nao foi eleito.

Nota-se também que ha uma diferenca nos valores, em relacdo ao primeiro nivel, o
que indica que as regras ficam mais especificas conforme o nivel da arvore muda. Além disso,

guanto mais niveis sdo avancados, mais restricdes a regra ira possuir. Por exemplo, a regra
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“Despesa = Alta(100mil-1mi): ndo (57.0/25.0)” ndo possui apenas este elemento, e sim é

formada da seguinte maneira:

Politico = sim
Idade = Media(41-60)
TotalBens = Baixo(100mil-500mil)
Despesa = Alta(100mil-1mi): ndo (57.0/25.0)

Nesta regra € indicado que os candidatos que possuiam cargo politico, tinham idade
entre 41 e 60 anos, declararam um total de bens entre 100 e 500 mil reais, além de ter
investido entre 100 mil e 1 milhdo de reais na campanha, 57 deles ndo foram eleitos. J4 em 25
registros essa regra nao foi confirmada, ou seja, ndo foi aplicada corretamente.

Apos a classificagdo dos dados, outros resultados sdo apresentados (figuras 11, 12 e

13), referentes ao nivel de preciséo da classificacdo das instancias.

Figura 11 - Sumario (Rio Grande do Sul)

=== SUummary ===

Correctly Classified Instances 773 63.5691 %
Incorrectly Classified Instances 443 36.4309 %
Kappa statistic 0.153

Mean absolute error 0.4572

Root mean sgquared error 0.4781

Relative absolute error 94.4663 %

Root relative sguared error 97.1964 %

Total Number of Instances 1214

Fonte: Arquivo pessoal

No resultado apresentado (figura 11), o item “correctly classified instances” indica o
numero de instancias corretamente classificadas. Ja o item “Incorrectly classified instances”™

indica o nimero de instancias classificadas incorretamente.

Figura 12 - Precisdo detalhada por classe (Rio Grande do Sul)

=== Detailed Accuracy By Class =—=

TP Rate FP Rate Precision Recall F-Measure BROC Area Class

0.948 0.81 0.627 0.948 0.754 0.582 nao
0.1% 0.054 0.709 0.1% 0.3 0.582 sim
Weighted Avg. 0.636 0.5 0.66 0.636 0.568 0.582

Fonte: Arquivo pessoal
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Abaixo destes resultados, outros também s&o exibidos. No caso exibido acima (figura
12) é exibido a acuracia ou exatiddo. Segundo Schwerz et al. (2013), acurcia pode ser
definida como a qualidade da classificacdo dos valores, independente da classe a qual
pertencem, quanto mais a acurdcia se aproximar a 1 (um), mais 0s resultados estardo
préximos aos que eram conhecidos previamente. Nos resultados que foram obtidos, pode-se
perceber que a exatiddo dos valores “sim” e “ndo” para o atributo ‘“eleito” S&o,

respectivamente, 0,709 e 0,627 (conforme exibido na figura 12).

Outra parte importante do resultado é a matriz de confuséo. De acordo com Rovedder
(2007), a matriz de confusdo ou erro é usada para avaliar o resultado de uma classificacéo,
exibindo através de uma matriz, a quantidade de instancias classificadas corretamente e
incorretamente. No conjunto de dados analisados, obteve-se o seguinte resultado, apresentado
na figura 13.

Figura 13 - Matriz de confuséo (Rio Grande do Sul)

== Confusion Matrix —

2 b <—— claszsified as
6878 39 | B = NAao
404 495 | b = 3aim

Fonte: Arquivo pessoal

Na diagonal da matriz encontra-se o total de instancias corretamente classificadas para
cada item (a e b), ou seja, 678 e 95, totalizando 773 registros. Os valores restantes
representam as instancias classificadas incorretamente, sendo 404 e 39, totalizando 443

registros.
Séo Paulo

Apo6s a mineracdo dos dados eleitorais de candidatos do Rio Grande do Sul, foi
realizado o mesmo processo com dados dos candidatos do estado de S&o Paulo, utilizando os
mesmos parametros citados anteriormente e selecionando os mesmos atributos, resultando na

seguinte arvore de decisdo, exibida na figura 14.
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Figura 14 - Arvore de decisdo (S&o Paulo)

Politico = ndc: ndo (1757.0s,4892.0)

Politico Sim
| Despegsa = Alta (l100mil-1mi)
| | TotalBens = mBaixo (<100mil) : ndc {(163.0/562.0)
| | TotalBens = Baixo (l00mil-500mil): sSim (43.0,21.0)
| | TotalBens = Alto (lmi-—-50mi): sim (5.0/1.0)
| | TotalBens = Medio(500mil—1mi)
| | | Casado = sim
| | | | EnsSuperior = sim: néc (3.0s1.0)
| | | 1 EnsSuperior = néoc: sim (7.0)
| | | Casado = néc: ndo (2.0)
| Despesa = Média (10-100mil})
| | TotalBens = mBaixo (<100mil)
| | | Idade = Baixa (31-40): nédc (2.051.0)
| | | Idade = Media(4l1-60): s3im (21.0/5.0)
| | | ITdade = mBAlta {71-820): =sim (0.0}
| | | Idade = BAlta(6l-70): ndc (4.0/1.0)
| | | Idade = mBaixa(l18-30): =sim (0.0}
| | TotalBens = Baixo (l00mil-5S00mil): néc (2.0,3.0)
| | TotalBens = Alto{(lmi-50mi): sim (1.0}
| | TotalBens = Medio(500mil-1mi): sim (1.0}
| Despesa = Baixa (<10mil)
| | Idade = Baixa(31-40): sim (2.0}

| | Idade = Media(41-60): né&oc (3.051.0)

| | Idade = mAlta (71-80): sim (0.0}

| | Idade = ARlta(61-70): sim (0.0}

| | Idade = mBaixa (l&8-30): sim (0.0}

|

Despesa = mAilta (>1Milhac) : ndo (96.0/,29.0)
Number of Leaves = 21

Size of the tree : 29

Fonte: Arquivo pessoal

Pode-se observar que a arvore resultante apresenta algumas diferencas em relagdo a
arvore anterior, referente aos dados eleitorais do Rio Grande do Sul. Em compensacdo uma
similaridade pode ser observada, o atributo “politico” também esta no topo da arvore.
Conforme o resultado exibe, em 1757 registros, quando o atributo foi igual a “ndo”, o atributo
eleito possuia o valor “ndo”, ou seja, na maioria dos casos essa regra foi aplicada
corretamente, confirmando em mais um cenario a importancia desse fator na escolha do

candidato.

Outro atributo em destaque é “despesa”, que indica o quanto que cada candidato
investiu na campanha politica. No resultado obtido é possivel observar que este atributo esta
logo abaixo do atributo “politico”, ficando no segundo nivel, o que indica sua importancia na
classificacdo de dados. Além da arvore de decisdo, o sumario foi gerado, onde exibido um

resumo das informacdes (ver figura 15).
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Figura 15 - Sumario (Séo Paulo)

=== Summary ===

Correctly Classified Instances 1502 TO.BB25 %
Incorrectly Classified Instances al7 29.1175 %
Kappa statistic 0.0852

Mean absolute error 0.4085

Root mean squared error 0.451%9

Relative absolute error 96.6204 %

Boot relative squared error 98.3041 %

Total HNumber of Instances 21145

Fonte: Arquivo pessoal

Neste trecho do resultado pode-se observar que aproximadamente 70% das instancias
foram corretamente classificadas e 29% foram incorretamente classificadas. Outra parte
importante do resultado é a tabela onde é exibido o fator de precisdo do algoritmo utilizado,

conforme ¢ exibido na figura 16.

Figura 16 - Precisdo detalhada por classe (Sao Paulo)

=== Detailed Accuracy By Class =——=

TP Rate FP Rate Precision Recall F-Measure ROC Area Class

0.982 0.5918 0.711 0.982 0.824 0.552 nao
0.082 0.018 0.663 0.082 0.147 0.552 3im
Weighted Awvg. 0.709 0.645 0.696 0.709 0.619 0.552

Fonte: Arquivo pessoal

Nota-se que a precisdo do algoritmo para o valor “ndo” do atributo “eleito” foi igual a

0,711. Ja para o valor sim foi de 0,663.

Outra parte importante do resultado é a matriz de confusdo. Na presente anélise, foi

gerada a seguinte matriz, representada na figura 17.

Figura 17 - Matriz de confusdo (Séo Paulo)

== Confusion Matrix ——

a8 b <—— rclasaified as
1449 27 | a = nao
5490 53 | b = 3im

Fonte: Arquivo pessoal



40

Pode-se dizer que o total de instancias classificadas corretamente foi 1502 (soma dos
valores 1449 e 53), enquanto que o total de instancias classificadas de maneira erronia foi 617

(soma dos valores restantes).
Bahia

Apos realizar o processo de mineracdo nos dados de dois estados, um da regido sul e
outro da sudeste, torna-se interessante analisar os dados de outras regies do Brasil. A
escolhida nesse caso € a regido nordeste, representada pelo estado da Bahia, o qual possui
uma maior quantidade de habitantes na regido.

Depois de carregar os dados para a ferramenta WEKA, foi selecionado o algoritmo
J48, definindo seus parametros e realizando a execug¢do do mesmo. ApoOs a execucdo do
algoritmo, foi gerada uma arvore de decisdo, que possui 0 seguinte cabecalho, de acordo com

figura abaixo.

Figura 18 - Informac6es de execucéo (Bahia)

=== Bun informaticn =—=

Scheme:weka.classifiers.trees.J48 -5 -C 0.4 -M 2

EBelation: dados-weka.filters.unsupervised.attribute.Remove-BE3-4
Instances: 1206
Attributes: g

Politico

Idade

EnsSuperior

Casado

CidadeNasc

TotalBens

Despesa

Eleito
Test mode:evaluate on training data

== (Classifier model (full training set) —

Fonte: Arquivo pessoal

O cabecalho exibe, entre as diversas informacdes, 0s seguintes itens principais:

e Esquema: weka.classifiers.trees.J48 -S -C 0.4 -M 2
o Diferentemente das analises anteriores, neste caso foi aumentado o fator de
confianca, passando de 0,25 (valor padrdo da ferramenta) para 0,4. Esta
alteracdo foi feita devido as restricGes do esquema proposto anteriormente.
Com o valor fixado em 0,25, o algoritmo executou o processo de poda de
maneira mais drastica, sobre os dados analisados, ndo retornando a arvore de

decisdo. O aumento do valor de confianca para 0,4 fez com que a arvore fosse
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exibida. De acordo com Silva (2007), niveis de confiangca menores tendem a

penalizar a classificagdo que envolve um niumero menor de registros.

e NuUmero de instancias: 1206

o Total de registros do dataset utilizado que corresponde ao nimero de

candidatos.

e NO°de atributos utilizados: 8

e Modelo de classificacdo selecionado: full training set

Apos o cabecalho do resultado, é exibida a arvore propriamente dita, mostrando as regras

que foram geradas. A mesma é composta da seguinte estrutura, conforme € exibido na figura

19.

Figura 19 - Arvore de decisio (Bahia)

Despesa = Alta(l00mil-1mi}

Politico = ndc: ndo (836.0/290.0)
Politico = 3im

| TotalBens = Medio(500mil-1mi): sim ({18.0/7.0}
TotalBens = Alto(lmi-50mi)

| Casado = s3im: néo (13.0/2.0)

| Casado = ndo: sim (5.0/2.0)
TotalBens = mBaixo (<100mil)

| EnsSuperior = sim: ndo (17.0/7.0)
| EnsSuperior = néo

| | Casado = 3im: sim (23.0/8.0)
| | Casado = ndo: ndo (15.0/6.0)
TotalBens = Baixo (100mil-500mil)

| Idade = Media(41-60)

| CidadeMasc = néc: ndo (34.0/13.0)
| CidadelNasc = s3im

| | Casado = 3im: sim (23.0/10.0)
| | Casado = ndo: nadoc (4.071.0)

|

|

|

|

| Idade = Baixa (31-40)

| | CidadeNasc = ndo: 3im (6.0/2.0)
| | CidadeNasc = sim: ndo (6.0/2.0)
| Idade = mBaixa(l8-30): 3im (1.0}

| Idade = RAlta{61-70)

| | EnsSuperior = 3im: sim {7.0/2.0)
| | EnsSuperior = néo: nac (3.0/1.0)

I
|
I
I
I
I
I
I
I
I
I
|
I
I
I
I
I
I
I
I
I
| | Tdade = mBilta(71-80}: sim (1.0}

Despesa = mAlta (>1Milhao)

TotalBens = Medio(500mil-1mi) : ndoc (20.0/4.0)
TotalBens = Alto (1lmi-S5S0mi)

| EnsSuperior = sim: ndo (1&8.0,4.0)

| EnsSuperior = ndo: 3im (7.0/2.0)
TotalBens = mBaixo(<1l00mil): ndo (18.0/1.0)
TotalBens = Baixo (l00mil-500mil)

| Politico = ndo

| | CidadeMasc = ndc: sim (13.0/5.0)
| | CidadeMasc = sim: ndoc (9.0/1.0)
| Politico = sim: sim (9.0/3.0)

Despesa = Média(l10-100mil): néo (86.0/11.0)
Despesa = Baixa(<l0mil): ndo (14.0/3.0)

Number of Leawves : 25

Size of the tree = 40

Fonte: Arquivo pessoal
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A principal diferenca que nota-se, em relacdo as arvores anteriores, refere-se a posi¢cdo
dos atributos na arvore. Por exemplo, o atributo “despesa” encontra-se no topo da arvore e no
primeiro nivel, diferente dos casos anteriores, onde o atributo “politico” se encontrava nesta

posicao.

Em relacdo ao atributo “despesa”, 0s valores “Alta(100mil-1mi)” ¢
“mAlta(>1Milhao)” possuiram um maior nimero de registros do que os demais valores da
série, indicando uma possivel influéncia do valor do investimento em campanha no resultado

final das elei¢cbes municipais do estado da Bahia.

J& no sumério do resultado foram exibidas as seguintes informacGes, conforme a

figura 20 apresenta.

Figura 20 - Sumario (Bahia)

== Summary =—

Correctly Classified Instances 815 67.9104 %
Incorrectly Classified Instances 387 32.0898 3%
Keppa 3tatistic 0.1451

Mean absolute error 0.4234

REoot mean squared error 0.4601

Relative absolute error 93.4592 %

Root relative sgquared error 96.6826 %

Total Number of Instances 1206

Fonte: Arquivo pessoal

Neste sumario pode-se destacar que as instancias corretamente classificadas
correspondem a 819 (67,91%), e as instancias incorretamente classificadas somam 387

(32,08%). Apos o sumario € exibido uma analise da precisdo do procedimento (ver figura 21).

Figura 21 - Precisdo detalhada por classe (Bahia)

=== Detailed Accuracy By Class =—=

TP Rate FP Rate Precision Recall F-Measure ROC BArea Class

0.5948 0.828 0.683 0.948 0.794 0.617 néo
0.172 0.052 0.637 0.172 0.271 0.617 3im
Weighted &wg. 0.679 0.559 0.667 0.679 0.613 0.617

Fonte: Arquivo pessoal



43

A precisdo em relagdo ao valor “ndo” do atributo eleito resultou em 0.683. J& a
precisdo referente ao valor “sim™ foi igual a 0.637. Em relagdo a matriz de confusdo, o
resultado foi aproximado em relagdo aos outros casos.

Figura 22 - Matriz de confuséo (Bahia)

== Confusion Matrix =——

& b «<— classified as
747 41 | a2 = nao
348 T2 | B = 3im

Fonte: Arquivo pessoal

Pode-se observar que a as instancias classificadas corretamente equivalem a 747 e 72,

enquanto aquelas classificadas equivocadamente sdo 41 e 346.
Goias

Seguindo o objetivo do trabalho proposto, e apds analisar os dados dos estados ja
citados, é preciso analisar um estado da regido norte e um da regido centro-oeste, abrangendo
assim as 5 (cinco) regides do Brasil. O proximo estado analisado possui um menor nimero de
candidatos, o que pode gerar resultados diferentes dos anteriores, tornando interessante

realizar uma comparacao entre os resultados ja apresentados.

Portanto, apds carregar o arquivo contendo os dados para a ferramenta WEKA e

executar o algoritmo J48, foi gerado o resultado, com o seguinte cabecalho (ver figura 23).

Figura 23 - InformacGes de execucdo (Goias)

=== Run informaticn ===

Scheme:weka.classifiers.trees.J48 -5 -C 0.4 -M 2
Belation: dados-weka.filters.unsupervised.attribute .Remove-RE3-4
Instances: 690
Attributes: g

Politico

Idade

EnaSuperior

Casado

CidadeNasc

TotalBens

Deape3a

Eleito
Teat mode:evaluate on training data

Fonte: Arquivo pessoal



Este cabegalho é formado pelas seguintes informagoes:

e Schema: weka.classifiers.trees.J48 -S -C 0.4 -M 2
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o Para este conjunto de dados foi utilizado o mesmo esquema utilizado nos

dados do estado da Babhia.
e [nstancias: 690
e Atributos utilizados: 8

e Modo de teste: Training data

Apobs o cabecalho segue a arvore de decisdo resultante do processo, que possui a

seguinte estrutura, conforme a figura abaixo demonstra (figura 24).

Despesa

Despesa
Casado
TotalBens = Baixo (100mil-5S00mil)

Figura 24 - Arvore de execucio (Goias)

Idade
Idade
Idade
Idade
Idade
Despesa =

milta (>1Milhao)

Media(41-60): nd8c (61.0,19.0)
Blta(6l-70): sim (13.0/4.0)
Baixa (31-40) : ndc (23.0/5.0)
mBaixa (18-30) : nédo (3.0/51.0)
milta{(71-80): ndc (0.0)

Média(10-100mil) : ndo (26.0/5.0)
Blta{100mil-lmi)

= s3im

Idade = Media(41-60)

| Politico = sim

| | EnsSuperior = s3im

| | | CidadeNasc = ndo: 3im (6.0,1.0)
| | | CidadeNasc = sim: ndoc (2.0)

|

| EnsSuperior = ndco: nédc (17.0s5.0)
| Politico = néo: ndc (92.0/34.0)

Idade = Alta(6l-70): ndc (21.0,/7.0)
Idade = Baixa (31-40): néoc (34.0/,16.0)
Idade = mBaixa (l18-30)z2 =3im (3.0)

Idade = mAlta(71-80): néoc (0.0}
TotalBens = Alto(lmi-50mi): ndo (97.0,/38.0)
TotalBens = Medio (500mil—-1mi)
| Idade = Media (41-60)

| EnsSuperior = sim: sim (22.0/8.0)

| EnsSuperior = nio

| | Politico = sim: 3im (7.0/3.0)
| | Politico = néo: ndoc (29.0/513.0)

|

|

|

|

| Idade = Rlta(61-70): ndoc (4.0}

| ITdade = Baixa (31-40): =2im (4.0,1.0)

| Idade = mBaixa (l18-30): sim (0.0}

| Idade = mAlta (71-80): néc (1.0)
TotalBens = mBaixo (<100mil)

| Politico = sim

| | Idade = Media(41-60): ndc (11.0/4.0)

| | Idade = Alta (61-70): s3im (1.0}

| | Idade = Baixa({31-40): sim (4.0/51.0)

| | Idade = mBaixa (18-30): sim (0.0}

| | Idade = mAlta(71-80): sim (0.0)

Politico = néo: ndo (68.0/519.0)

TotalBens = mAlto (>50milhoes) : ndc (0.0)

Casado = néo: ndo (132.0/37.0)
Deapesa = Baixa(<l0mil) : méoc (9.0}
Humber of Leawes = 31
Size of the tree : 44

Fonte: Arquivo pessoal
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Assim como nos resultados referentes ao Estado da Bahia, o atributo despesa também
possui destaque na arvore de decisdo, nesse caso, ficando acima de atributos como “Idade”,
“TotalBens” entre outros. Outro fator observado é que o atributo “politico”, que possuiu
grande importancia nos resultados apresentados a partir dos dados dos Estados de S&o Paulo e
Rio Grande do Sul, no estado de Goias ndao ficou no topo da arvore, ficando abaixo de
atributos como “ldade” e “EnsSuperior”. Apés analisar a arvore, é preciso verificar o sumario

do resultado, que é exibido na figura 25.

Figura 25 - Sumario (Goiéas)

=== JUmmary =—=

Correctly Classified Instances 424 61.4483 3
Incorrectly Classified Instances 266 38.5507 %
Keppa 3atatistic -0.0038

Mean absolute error 0.4521

Root mean sguared error 0.4909

Belative absolute error 98.6871 %

Root relative sguared error 102.5757 %

Total Number of Instances 6a0

Fonte: Arquivo pessoal

Pode-se verificar que de 690 instancias, 424 foram classificas corretamente e 266

incorretamente, resultando nas porcentagens 61,4% e 38,5%, respectivamente.

Em relacdo a precisdo referente aos valores do atributo eleito, o resultado apontou uma
precisdao de 0,348 para o valor “sim” e 0,644 para o valor “ndo”, conforme pode ser visto na

figura 26.

Figura 26 - Precisdo detalhada por classe (Goias)

=== Detailed Accuracy By Class =—

TF Rate FF Rate Precision Becall F-Measure ROC Area (Class

0.098 0.101 0.348 0.098 . 153 0.528 3im
0.89% 0.5302 0.644 0.8%9% 0.75 0.528 néo
Weighted Awvg. 0.614 0.618 0.539 0.614 0.338 0.528

Fonte: Arquivo pessoal

Além disso, a matriz de confusdo possuiu uma distribuicdo diferente, se comparada

aos resultados anteriores, conforme pode ser visto na figura 27.
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Figura 27 - Matriz de confusdo (Goias)

=== Confusion Matrix =——

a b <—— glaszified as
24 221 | B = 31im
45 400 | b = nao

Fonte: Arquivo pessoal

No caso, os valores mais altos ficaram na coluna b, ou seja, referente ao valor “ndo”,
enquanto que na coluna “b” os valores foram menores. Em relag&o aos registros classificados
corretamente, 0s mesmos sdo 24 e 400 (totalizando 424) e os classificados incorretamente séo
45 e 221 (somando 266).

Para

Apo6s minerar os dados eleitorais dos Estados do Rio Grande do Sul, S&o Paulo,
Bahia e Goias, das regides sul, sudeste, nordeste e centro-oeste, respectivamente, restou
apenas minerar os dados de um Estado da regido norte do Brasil, completando o que foi
proposto inicialmente. Foi selecionado entdo o Estado do Para como alvo. Portanto, apos
carregar os dados selecionados para a ferramenta WEKA, foi executado o algoritmo J48,

tendo os seguintes parametros exibidos na figura abaixo.

Figura 28 - InformacGes de execucdo (Para)

=== Run information ===

Scheme :weka.classifiers.trees.J48 -5 -C 0.4 -M 2
Eelation: dados-weka.filters.unsupervised.attribute.Remove-R3-4
Instances: 504
Attributes: B

Politico

Idade

EnsSuperior

Casado

CidadeNasc

TotalBens

Despe3a

Eleito
Test mode:evaluate on training data

Fonte: Arquivo pessoal
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Entre os parametros exibidos pode-se destacar:

e Esquema: weka.classifiers.trees.J48 -S -C 0.4 -M 2
o Foi definido o mesmo esquema utilizado para os Estados da Bahia e Goias,
devido a caracteristica do conjunto de dados.
e Instancias: 504
o Total de registros utilizados, ou seja, total de candidatos a prefeito.
e Atributos utilizados: 8
o Definido os mesmos atributos utilizados nos casos anteriores.

e Modo de teste: evaluate on training data

Baseando-se nesses parametros, o algoritmo é executado, gerando a seguinte arvore

de deciséo, conforme ¢ exibido na imagem abaixo.

Figura 29 - Arvore de decisdo (Paré)

J45 pruned tree

Politico = 3im

Idade = Media{41-60)

EnsSuperior = 3im

|  TotalBens = mBaixo(<100mil}: sim (3.0)

| TotalBens = Baixo(100mil-500mil): néo (9.0/3.0)
| TotalBens = Medio(500mil-Imi): 3im (5.0/2.0)
| TotalBens = RAlto({lmi-50mi)

| | Deaspesa = mAlta(>1Milhao): ndo (2.0)

| | Despesa = Alta(l00mil-1mi): sim (3.0/1.0)
| | Despesa = Media(10-100mil): ndo (0.0)

| | Despesa = Baixa(<10mil): ndoc (0.0)

|  TotalBens = mAlto(>50milhoes): s3im (0.0)
EnsSuperior = néo: ndo (50.0/16.0)

Idade = Alta(6l-70}): 3im (7.0/2.0)

Idade = Baixa(31-40): ndo (18.0/5.0)

Idade = mBaixa(l8-30): 3im (2.0)

Idade = mAlta(71-80): ndo (1.0)

Politico = ndo: ndo (404.0/103.0)

Fonte: Arquivo pessoal

A primeira caracteristica que nota-se nessa arvore é sua estrutura, que é bem menor, se
comparar com as demais arvores geradas no presente trabalho. A posicdo dos atributos € outro
aspecto importante a ser destacado. Assim como na arvore gerada a partir dos dados do Rio

Grande do Sul, os atributos “politico” e “idade” encontram-se acima dos demais atributos.



48

Outro atributo que pode ser destacado ¢ “EnsSuperior”. Este se encontra logo abaixo do

atributo idade, tornando-se importante na classificagéo dos dados.

Em relagdo ao nivel de acerto na classificacdo dos dados, a proporcao foi aproximada
em relagdo aos casos anteriores, ficando em 73,8 %, as instancias classificadas corretamente e
26,19% as classificadas incorretamente, mas ficando um pouco acima das demais, conforme

pode ser observado na figura 30.

Figura 30 - Sumario (Pard)

== Summary =—=

Correctly Classified Instances 372 73.8085 %
Incorrectly Classified Instances 132 26.1905 %
Keppa 3atatistic 0.1243

Mean absolute error 0.383

Root mean sguared error 0.4376

Eelatiwve abaclute error 94,5532 %

Root relative sguared error 97.2835 %

Total Number of Instances 504

Fonte: Arquivo pessoal

Referente a precisao do algoritmo para os valores do atributo “eleito” ocorreu certa
aproximagao. Para o valor “sim” a precisdo foi de 0,75 e para o valor “nao” foi de 0,738,

como pode ser confirmado na figura 31.

Figura 31 - Precisdo detalhada por classe (Pard)

=== Detailed ARccuracy By Class ===

TF Rate FP Rate Precision Recall F-Measure BOC Area (Class

0.106 0.014 .15 0.106 0.185 0.568 3im
0.986 0.894 0.738 0.986 0.844 0.568 nao
Weighted Awg. 0.738 0.6846 0.741 0.738 0.658 0.568

Fonte: Arquivo pessoal

Ja na matriz de confusdo, como no caso anterior, ocorreu certa diferenca na
distribuicdo dos valores, ficando os valores mais altos na coluna B. Em relacdo aos registros
classificados corretamente, foi exibido os valores de 15 e 357, conforme é exibido na figura
32.
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Figura 32 - Matriz de confusédo (Pard)

=== Confusion Matrix =—=

= s} <—— classified as
15 127 | a = sim
5 357 | b = nao

Fonte: Arquivo pessoal

4.2.7 Interpretacdo dos resultados

Foi possivel observar, a partir dos resultados gerados, varios aspectos importantes,
tanto referentes as regras geradas, como também aos nimeros e percentuais resultantes.

Em relacdo aos nimeros gerados, podem-se observar alguns aspectos que sdo Uteis
para analisar, de certa forma, a eficiéncia do algoritmo J48, assim como, possiveis relacdes
entre esses resultados.

Ao analisar os resultados apresentados e o total de habitantes de cada estado (figura
33) é possivel fazer uma comparacao entre esses dados.

Figura 33 - Populacao dos Estados analisados

Populacéao
60.000.000
%
s,
50.000.000 ‘s,
9
BRS
40.000.000
mspP
30.000.000 >
«, %, BA
20.000.000 0 Ve =3 B GO
25 '\’&7\9 {%
10.000.000 ] % Y mPA
0 i T T T . T ._\
RS sp BA GO PA

Fonte: Arquivo pessoal

Na figura 33 pode-se observar o total de habitantes por estado, baseando-se nos dados
do IBGE do ano de 2012 (ver secdo 3.2.2, pagina 32), divulgados pelo portal G1, (2012). E

abaixo observa-se, na figura 34, o total de instancias ou registros de cada estado selecionado.
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Figura 34 - Total de registros (candidatos)

Total de registros

3000
g
2500 = H RS
2000 o 2 mSP
1500 5 = BA
o
1000 - 3 :O; m GO
i -
0 = T T T T
GO PA

RS SP BA

Fonte: Arquivo pessoal

Visualizando estes graficos pode-se afirmar que ocorreu certa similaridade em relacdo
a populacéo de cada Estado (figura 33) com o numero de instancias (figura 34), ou seja, com
o0 total de candidatos a prefeito. Por exemplo, o Estado de S&o Paulo, o mais populoso, é

aquele que possuia mais instancias a serem analisadas.

Ja em relacdo ao tamanho da arvore gerada (ver figura 35), ndo surgiu qualquer
relacdo ao tamanho da populacdo, pois como pode ser visto para os dados do Estado de Goias,
0 menos populoso, a ferramenta gerou uma arvore de 31 niveis e 44 linhas, a maior gerada no

estudo realizado.

Figura 35 - Tamanho da arvore

Tamanho da arvore

44

M Niveis

B Tamanho

Fonte: Arquivo pessoal
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Em relacdo a precisdo do algoritmo, outros aspectos podem ser verificados, conforme
é observado nos gréficos abaixo (figura 36 e 37).

Figura 36 - Acerto por instancia

Nivel de acerto por instancia

2000
1800 M Instancias
1600 classificadas
1400 corretamente
1200
1000
800
600
400
200

1502

M Instancias
incorretamen
te
classificadas

Fonte: Arquivo pessoal
Nesse grafico (figura 36) observa-se que as instancias classificadas corretamente estao
sempre acima das instancias classificadas incorretamente. Em alguns casos, o total de

classificacOes corretas esta bem acima das incorretas, como é o caso dos Estados de Séo Paulo
e Bahia, por exemplo.

Ja na figura 37 pode-se observar o nivel de exatiddo ou acerto por classe, de cada
estado escolhido.

Figura 37 - Nivel de acerto por classe

Nivel de acerto por classe

O,; Q'\ = - < wl"mv M Precisao
0.8 :‘$ 35 mg ¥ oo para o valor
-~ O pcy = SIM
M Precisdao
para o valor

Ndo

Fonte: Arquivo pessoal
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Observa-se que a precisdo do algoritmo para o valor “sim” (eleito) ¢ “ndo” (ndo eleito)
na maioria dos casos foi similar (conforme pode ser visto na figura 37), resultando em pouca
diferenca. Exceto para o Estado de Goiés, onde a precisdo para o valor “sim” foi bem menor a

precisdo para o valor “ndo”.

Em relagdo as regras geradas, alvo central do trabalho, foi possivel observar muitas
similaridades entre os resultados. Alguns atributos tiveram maior importancia na classificacéo

dos dados, tornando-se importantes para identificar tendéncias ou padrdes entre os Estados.

Entre esses atributos, o mais importante, foi o “Politico”, que indica se o candidato
possuiu ou exercia cargo publico eletivo antes da eleicdo de 2012. Entre os cinco Estados
analisados, em trés deles esse atributo esteve no topo da arvore, indicando a importancia desse
fator na escolha do candidato, ou seja, a experiéncia politica influéncia diretamente na escolha
do eleitor nas urnas. Um exemplo é a arvore gerada a partir dos dados do Estado do Rio
Grande do Sul, onde a primeira regra exibe: “Politico=ndo: nao (980.0/ 367.0)”. Essa regra
indica que, em 980 registros, os candidatos que ndo possuiam cargo politico ndo foram

eleitos. J& em 367 registros essa regra ndo se aplica corretamente.

O atributo “Despesa” também pode ser considerado outro destaque nos resultados. Em
duas arvores geradas, referente aos dados de Goias e Bahia, 0 mesmo ficou no topo, e na
arvore gerada a partir dos dados do Estado de S&o Paulo, o atributo ficou logo abaixo do

atributo “politico”, indicando sua importancia para a classificacdo dos dados.

Referente as regras exibidas para este atributo, aquelas que indicam um maior gasto na
campanha eleitoral resultaram em uma maior quantidade de registros classificados
corretamente, favoraveis a eleicdo dos candidatos. J& os valores que indicam pouco gasto em
campanha, indicaram a tendéncia negativa, em relacdo a eleicdo dos candidatos. Por exemplo,
nas arvores geradas a partir de dados dos Estados Goids e Bahia, a regra para o valor
“Baixa(<10mil)”, que indica que o candidato investiu menos de 10 mil reais na campanha,

ndo indicou probabilidade do candidato ser eleito.

Pode-se afirmar também que a idade do candidato é outro fator importante observado
nos resultados obtidos. Em trés Estados, sendo eles, Bahia, Goids e Rio Grande do Sul, o
atributo “Idade” esteve logo abaixo do primeiro atributo na arvore de decisdo. Analisando 0s
resultados é possivel observar uma tendéncia a ndo eleicdo de candidatos com baixa idade

(entre 18 e 30 anos) e idade avangada (entre 71 e 80 anos).
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Além dos atributos j& citados, outros também tiveram influéncia no resultado final,
entre eles estd o atributo “TotalBens”, que indica o total de bens do candidato. J& outros

atributos ndo tiveram tanta influéncia no resultado. Entre eles, “EnsSuperior”, “Casado” e

“CidNasc”.
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5 METODOLOGIA

Para construgdo do presente trabalho foi preciso passar por algumas etapas, estas
consideradas importantes para se alcancar o que foi proposto. O primeiro passo, ja tendo em
mente o tema do central do trabalho, foi pesquisar o referencial teérico, necessario para

possuir embasamento para desenvolver as proximas etapas.

Entre os topicos centrais pesquisados esta a mineracdo de dados, incluindo as técnicas
de classificacdo. Além deste tdpico foi pesquisado também sobre descoberta de conhecimento
em banco de dados e também um breve referencial sobre as principais ferramentas de

mineracdo de dados, incluindo WEKA.

Além do que foi citado, outro tdpico importante é a situacéo politica do Brasil, cenario
onde o trabalho se baseia. Foram citados aspectos importantes da politica atual brasileira,
incluindo também um breve histérico. Outro fator relevante para o presente trabalho é
identificar quais os objetivos e expectativas dos eleitores no momento do voto, ou seja, qual o

perfil de cada eleitor e 0 que motiva a escolha de seus candidatos.

ApoOs adquirir embasamento teorico foram realizados os primeiros passos do
desenvolvimento do trabalho. Entre esses passos esta a defini¢do do escopo estudado, ou seja,
qual fonte de dados a ser utilizada para realizar o processo de mineracdo de dados. Para isso,
foi feito uma breve selecdo e filtragem dos dados disponiveis, selecionando apenas aqueles

considerados Uteis para o trabalho proposto.

Para executar esse passo importante do desenvolvimento, foi preciso definir qual
ferramenta responsavel por extrair o conhecimento pretendido. Além disso, foram

determinados quais métodos e algoritmos seriam utilizados nesse procedimento.

Seguida da realizacdo da mineracdo dos dados, os resultados foram gerados, sendo
possivel analisar os mesmos a fim de descobrir provaveis padrdes e tendéncias que possam

ser observadas.
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6 CONCLUSAO

Quando o eleitor vivencia um periodo eleitoral, muitos pensamentos vém a tona,
muitas informagdes sdo fornecidas e muitas ideias sdo formadas sobre os candidatos. Essas
ideias sé@o influenciadas de diversas maneiras, tanto pelo grupo onde se vive, pelas pessoas
que participam do cotidiano do cidaddo e, cada vez mais, pela midia, determinante para levar
ao conhecimento do povo as caracteristicas de cada candidato. O presente trabalho
proporcionou saber 0 quanto que essas caracteristicas sdo determinantes no resultado de uma
eleicdo. Os resultados apontaram que, principalmente, fatores como experiéncia politica,
despesa em campanha e idade foram importantes na classificacdo dos dados. Até alcancar a
etapa final do trabalho, muitos desafios foram encontrados. Entre eles, a tarefa de selecéo e
filtragem de dados, principalmente pela quantidade e caracteristicas dos dados disponiveis, foi
o principal desafio, pois foi preciso encontrar a formatagdo adequada dos dados, a fim de
obter um melhor aproveitamento da ferramenta de mineracdo de dados. Tendo em vista as
dificuldades apresentadas e os resultados que foram obtidos, pode-se afirmar que os objetivos
foram alcangados e foi possivel obter o conhecimento idealizado. Para trabalho futuro, torna-
se interessante avaliar os padrées encontrados comparando com outros periodos eleitorais,

podendo comparar com os dados das elei¢cdes seguintes ou com pleitos anteriores.
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