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RESUMO

Atualmente, as empresas tendem a manter grande e crescente volume de dados.
Eventualmente, estes conjuntos de dados podem chegar a quantidades massivas e este cenario
é conveniente para a descoberta de conhecimento em bancos de dados. Neste contexto, a
mineracdo de dados é aplicada através de suas funcionalidades e implementacdes de
algoritmos especializados em tais propdsitos. Este trabalho versa sobre os resultados de testes
de descoberta de conhecimento em ovinocultura com a aplicacdo de mineracdo de dados,
utilizando pré-processamento do conjunto de dados em estudo em favor de cada experimento
em especifico. Atividades de associacao, classificacdo e clustering foram desempenhadas com
os algoritmos Apriori, 1R, C4.5, CART e k-means através da ferramenta Waikato
Environment for Knowledge Analysis (WEKA) e foram descobertos indicios de atividade fora
de padrdo, assim como informacdes potencialmente relevantes para o dominio de negécio da

ovinocultura.

Palavras-chave: mineracdo de dados, descoberta de conhecimento, ovinocultura, KDD,
WEKA.



ABSTRACT

Nowadays, companies tend to maintain great and growing volumes of data. Eventually, these
datasets may reach massive amounts and this scenario is convenient for the discovery of
knowledge in databases. In this context, data mining is applied through its functionalities and
algorithmic implementations that are specific for that purpose. This research is about the
results of knowledge discovery tests in sheep breeding with the application of data mining,
utilizing pre-processing of the provided dataset in each specific experiment. Association,
classification and clustering tasks were performed with the 1R, C4.5, CART and k-means
algorithms with the Waikato Environment for Knowledge Analysis (WEKA) tool and enabled
the discovery of out-of-pattern activity evidence, as well as information that is potentially

relevant for the sheep breeding business domain.

Keywords: data mining, discovery of knowledge, sheep breeding, KDD, WEKA.
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1 INTRODUCAO

A mineracdo de dados trata, primariamente, da descoberta de conhecimento em
grandes volumes de dados. A criacdo regulamentada de ovinos é uma atividade de pleno
potencial para geracdo de servicos que, por sua vez geram grande trafego e controle de
dados. No Brasil a atividade de criacdo de ovinos é regulamentada e executada pela
Associagao Brasileira de Criadores de Ovinos (ARCO).

De acordo com o Regulamento do Registro Geneal6gico de Ovinos no Brasil
(ARCO, 2012), o dominio deste negdcio deve realizar como requisito, dentro outras
atividades, a comunicacéo, analise, processamento e arquivamento de dados.

Han, Kamber e Pei (2009) explicam que a mineracdo de dados é uma tecnologia
bastante abrangente no que se refere a viabilidade de sua aplicacdo e o Unico requisito
apresentado, para tal, € que a fonte de dados em estudo tenha significado em relacdo a
aplicacdo em dominio especifico ou tenha relevancia para este.

Além disto, entende-se que os conjuntos de dados mais frequentemente utilizados
em mineracdo de dados sdo provenientes de bancos de dados reais, ou seja, de dominios
de aplicaches reais. Portanto, percebe-se uma situacdo propicia para a descoberta de

conhecimento com mineragdo de dados no dominio da criagdo de ovinos.

1.1 Objetivos
o Geral:

o Descobrir conhecimento em conjuntos de dados oriundos do dominio da
ovinocultura com o auxilio da mineracdo de dados para obter sugestdes de
melhorias no processo de criacdo de ovinos.

e Especificos:

o Buscar conhecimento novo que tenha aplicabilidade prética a ovinocultura;

o Tratar o conjunto de dados desde sua fonte até torna-la passivel da execugéo de
atividades de mineracdo de dados;

o Estudar a ferramenta WEKA e suas funcionalidades, de modo a utiliza-la no
desempenho do objetivo geral,

o Aplicar funcionalidades de mineracdo de dados, sendo capaz de interpretar os

dados colhidos, de maneira a gerar conhecimento novo.
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1.2 Metodologia

Este trabalho foi desenvolvido a partir da revisdo bibliogréafica sobre descoberta de
conhecimento, mineracdo de dados e suas funcionalidades. Foi, também, estudado o
dominio de neg6cio da ovinocultura, assim como o conjunto de dados, conforme
disponibilizado e as utilidades disponibilizadas pela ferramenta WEKA.

Foram desenvolvidas projecdes do conjunto de dados em estudo e, em cinco
experimentos distintos, foram aplicados algoritmos de associagdo, classificacdo e
clustering sobre estas projec@es para fins de geracdo de artefatos de saida dos algoritmos,
interpretacdo dos resultados e mineragdo de conhecimento.

1.3 Estrutura do Trabalho

Apos esta introducdo ao presente trabalho, é apresentada uma revisdo bibliografica
sobre descoberta de conhecimento com mineragdo de dados no Capitulo 2. O Capitulo 3
trata da mineragdo de dados, onde suas funcionalidades sdo estudadas e abordagens
algoritmicas sdo apresentadas. A ferramenta de mineragédo de dados utilizada neste estudo
é apresentada no Capitulo 4, onde sdo brevemente consideradas as aplicacGes de seus
quatro ambientes.

O Capitulo 5, ap06s revisar as regras de negécio inerentes a ovinocultura no Brasil,
versa sobre 0s experimentos de mineracdo de dados efetuados neste estudo e, finalmente,
o Capitulo 6 apresenta conclusdes sobre eles e as consideracfes finais sobre o presente

estudo.
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2 DESCOBERTA DE CONHECIMENTO COM MINERAQAO DE DADOS

De acordo com Han, Kamber e Pei (2009), "knowledge discovery from data"
(KDD), ou descoberta de conhecimento a partir de dados, é frequentemente tratada como
sinbnimo de outro termo, também utilizado no mesmo contexto. Porém, a mineragdo de
dados, pode ser considerada, simplesmente, uma fase essencial da descoberta de
conhecimento.

Sumathi e Esakkirajan (2006) explicam que a mineragdo de dados, como
descoberta de conhecimento, é referente a extracdo de conhecimento a partir de grandes
quantidades de dados. Neste contexto, também é conhecida como mineracdo de
conhecimento, mineracdo de conhecimento a partir de dados, extragdo de conhecimento,
analise de dados e padrGes e, até mesmo, arqueologia de dados. Estes autores deixam
explicito que o conceito de mineracdo de dados existe no sentido amplo e no sentido
estrito. No seu sentido amplo, tem significacdo referente a descoberta de conhecimento
como um processo completo, admitindo, portanto, todas as etapas envolvidas. No seu
sentido estrito, por outro lado, representa apenas uma das etapas, entretanto essencial, do
processo de descoberta de conhecimento, onde meétodos de inteligéncia artificial e
estatistica sdo aplicados, tendo seu escopo de definicdo mais limitado em relacdo ao seu
sentido amplo.

De maneira geral, existe a definicdo das etapas de pré-processamento de dados,
antecedente a mineracdo de dados. ApOs a mineracdo de dados acorre a avaliacdo dos
padrdes descobertos e a apresentacdo de conhecimento, como modelo do processo de
descoberta de conhecimento.

Na obra de Sumathi e Esakkirajan (2006), é exposto que dados armazenados em
bancos de dados podem conter o que é chamado de "ruido"”, casos onde podem ser
encontrados dados ndo esperados ou, até mesmo, objetos ou tuplas incompletas. Quando
na atividade de mineracdo de dados, estas ocorréncias podem confundir o processo e,
portanto, levando a construcdo errénea de modelos de dados. Como resultado, a qualidade
na descoberta de padrbes pode ser pequena.

Enquanto Ramakrishnan e Gehrke (2000) tratam a descoberta de conhecimento
como um processo cuja divisdo e especificacdo de etapas pode ocorrer de forma
homogénea e confusa, na abordagem proposta por Han, Kamber e Pei (2009), 0 processo
é, efetivamente, apresentado em etapas com escopo bem definido, conforme a sequéncia

apresentada abaixo.
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Limpeza de Dados;
Integracdo de Dados;
Selecédo de Dados;
Transformacao de Dados;
Mineracdo de Dados;

Avaliacéo de Padrdes;

N o g~ w D E

Apresentacdo de Conhecimento.
A figura 1, abaixo, ilustra a evolugéo entre as fases apresentadas.

Figura 1 - lustragé@o do processo de descoberta de conhecimento com mineragéo de dados.

$

Mineracao de Dados

Pré-Processamento / @

Transformagio
de Dados

Avaliacao de Padroes e
Apresentacao de Conhecimento

Selecdo
de Dadog

Integragdo
de Dados

Limpeza
de Dados

Fonte: Dados primarios.

Devido a definicdo coerente no escopo de cada etapa do processo, esta abordagem

é adotada para fins de aplicacdo no presente estudo.

2.1 Limpeza de Dados
A limpeza de dados, conforme Han, Kamber e Pei (2009) trata da remoc¢do de
dados inconsistentes do conjunto de dados a ser utilizado para fins da descoberta de

conhecimento.
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Date (2004) explica que ndo é incomum que fontes de dados tenham controle de
qualidade inadequado e, como resultado disto, é observada a necessidade de avaliacéo,
adequacdo e filtragem do conjunto de dados em estudo. Esta etapa é, geralmente, realizada
com o auxilio de processos em lote, também conhecidos como batch, no pré-
processamento dos dados, antecedendo sua utilizacdo na etapa de mineracéo de dados.

Operacdes tipicas de limpeza de dados podem incluir o preenchimento de valores
ausentes, a correcdo de erros tipograficos, a definicdo de abreviaturas e formatacdo de
valores (de acordo com o que seja julgado conveniente), e a substituicdo de sinGnimos por
identificadores padrao.

Além disto, dados que sdo julgados invalidos, ou seja, ndo considerados passiveis
de correcdo, sdo descartados. InformacGes obtidas durante o processo de limpeza dos
dados tém o potencial de auxiliar na identificacdo da causa de erros em outras etapas de
pré-processamento na descoberta de conhecimento, possibilitando o melhoramento do
processo.

Ramakrishnan e Gehrke (2000) expdem a limpeza de dados como uma etapa que,
alem de realizar atividades conforme descrito anteriormente, teria, em seu escopo, a
transformacéo de valores de dados, a geracdo de novos valores, calculados com base em
valores existentes, a integracdo dos dados em um esquema relacional e, até mesmo, a
desnormalizacdo de dados, em funcdo de relacionamentos aparentes. Este tipo de
agrupamento de atividades ndo € validado em abordagens apresentadas por outros autores,
como Han, Kamber e Pei (2009), onde as fases de integracdo, selecdo e transformacdo de
dados ndo sdo agrupadas em uma unica fase, justamente pela confusdo que isto pode
causar.

Considerando que dados tipicamente disponibilizados para a atividade da
mineracdo de dados sdo associados a aplicacfes de software de dominios especificos de
negocio e/ou conhecimento, entende-se que a ocorréncia da inconsisténcia nestes dados
em sua forma bruta, conforme disponibilizados, se deve a maltiplos fatores. Dentre eles,
inconsisténcias ou falhas no proprio produto de software que alimenta a fonte de dados
e/ou, até mesmo, atividades de natureza maliciosa e/ou fraudulenta por parte do elemento
humano que age sobre o elemento de software, tanto sob a funcdo de usuario ou na funcédo

de desenvolvimento do mesmo.
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2.2 Integracéo de Dados

Conforme Han, Kamber e Pei (2009), a integracdo de dados € uma fase onde, no
caso da existéncia de multiplas fontes de dados, estas sdo integradas, tendo seus dados
dispostos em formato consolidado e unificado.

De acordo com Date (2004), a integracdo de dados ou consolidagcdo, como esta
etapa também é conhecida, é um conceito inerente a pratica de data warehousing, onde a
pratica da consolidagdo de multiplos conjuntos de dados € realizada por ferramentas
utilizadas no processo de apoio a tomada de decisdo. Nesta situacdo, quaisquer
relacionamentos implicitos em quaisquer conjuntos de dados, ou dados de diferentes
conjuntos de dados, devem ser feitos explicitos. Isto pode acontecer através da posicao de
valores de dados em lugar de relacionamentos gerenciados por um sistema de controle,
como um sistema gerenciador de bancos de dados (SGBD).

Uma atividade que pode fazer parte da integracdo de dados, ou consolidacao, é a
sincronizacdo temporal (DATE, 2004), pois ndo, necessariamente, 0S Processos
executados dentro do dominio de um negocio e/ou aplicacdo irdo armazenar dados
temporais na mesma escala ou precisdo. Enquanto, por exemplo, para um processo de
negocio, a recuperacao de dados em formato de data com indicadores de dia, més e ano é
relevante, no caso de outro processo qualquer, somente o armazenamento do ano pode ser
suficiente para sua execucdo. Isto pode trazer discrepancias de processamento de dados e
é onde a sincronizagdo temporal deve ser aplicada como parte da etapa de consolidacao.
Entende-se que, dependentemente da complexidade dos ajustes a serem desempenhados,
tal atividade passe a ndo fazer parte do escopo da integracdo de dados, devendo, portanto,
ser executada durante a etapa de transformacéo de dados.

Além disto, nesta etapa, da mesma maneira como na etapa de limpeza de dados,
dados considerados impassiveis de correcdo podem ser descartados e informacGes obtidas
como parte da etapa de integracdo de dados podem ser utilizadas no melhoramento do

processo nas etapas subsequentes.

2.3 Selecdo de Dados

A selecdo de dados, de acordo com Ramakrishnan e Gehrke (2000), como pré-
processamento de dados, é a etapa no processo de descoberta de conhecimento onde é
selecionado um subconjunto de dados, de acordo com sua relevancia para a tarefa de
mineracdo de dados a ser executada, ou seja, sdo selecionadas as instancias e atributos a

serem analisados durante o processo.
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2.4 Transformacao de Dados

De acordo com Han, Kamber e Pei (2009), fase de transformacdo de dados tem em
seu escopo de realizacdo a consolidacdo dos dados em formatos devidamente apropriados
para a atividade de mineracdo de dados a ser aplicada. Pode ser considerada necessidade
de executar operacGes de sintese (resumo) e/ou agregacdo dos dados presentes no
conjunto de dados em estudo, e isto pode acontecer mesmo antes da fase de selegcéo de
dados.

Witten, Frank e Hall (2011) entendem que 0 sucesso em atividades de mineracao
de dados é envolve mais do que a simples selecdo de um algoritmo e sua aplicacdo sobre
um conjunto de dados, justificando, assim, a execugéo deste tipo de atividade.

Existe uma atividade que ndo é entendida como uma fase adicional ao processo de
descoberta de conhecimento, mas parte da fase de transformacéo de dados e de natureza
opcional (dependentemente da tarefa de mineracdo de dados a ser executada e da
dimensdo do conjunto de dados identificado como relevante para o estudo). Trata-se da
reducdo de dados (HAN, KAMBER e PEI, 2009), onde, sem alterar a integridade deste
conjunto de dados, pode ser obtida uma representacdo em menor escala do mesmo, caso
seja considerado apropriado.

Além da reducdo de dados, conforme mencionado anteriormente, atividades de
sincronizacao temporal, também consideradas na etapa de integracdo de dados, podem ser
aplicadas sobre o conjunto de dados nesta transformacéo de dados, caso tal sincronizacéo
represente complexidade em escala suficiente para estar caracterizada no escopo da

transformacéo de dados.

2.5 Mineracéo de Dados

Entende-se que as fases de limpeza, integracdo, selecdo e transformacao de dados,
conforme apresentadas anteriormente, sdo realizadas na fase de pré-processamento do
conjunto de dados utilizados no estudo da descoberta de conhecimento.

De acordo com Date (2004), a mineracdo de dados pode ser descrita como uma
analise exploratdria de um conjunto de dados, onde o objetivo é a descoberta de padrbes
nestes. Uma vez que determinada a relevancia dos padrdes descobertos, estes podem ser
utilizados como base para tomada de decisdo em nivel estratégico em uma organizacéo
ou, até mesmo, a identificacdo de atividades ndo convencionais em um sistema.

Entende-se que tendo como entrada um conjunto de dados livre de inconsisténcias,

produto da consolidagdo de multiplas fontes de dados, relevantes para a tarefa a ser
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executada, além de resumidos e agregados ou reduzidos a uma dimensdo apropriada, sao
executadas tarefas de mineragdo de dados. Algoritmos baseados em métodos de
inteligéncia artificial e estatisticos sdo aplicados com o proposito da identificacdo de
padrdes para que estes sejam utilizados como entrada a proxima fase da descoberta de
conhecimento, justamente, a avaliacdo desses padroes.

Conforme exposto posteriormente, a etapa de mineracdo de dados é exposta em
mais detalhes no capitulo 3.

2.6 Avaliacdo de Padroes

A fase de avaliacdo de padrdes, posterior a descoberta de padrdes, 0 que,
sistematicamente, ocorre na fase de mineragédo de dados, trata da classificagdo dos padrdes
descobertos, de forma que sejam identificados os padrdes que sdo de interesse ou que
representem relevancia para estudo em determinado dominio de conhecimento, aplicacao
ou negocio (HAN, KAMBER e PEI, 2009).

2.7 Apresentacao de Conhecimento

A Ultima fase do processo de descoberta de conhecimento, conforme apresentado
anteriormente, € a apresentacdo de conhecimento, onde sdo utilizadas técnicas de
representacdo de conhecimento para efetuar a apresentacdo dos padrdes e conhecimento
descobertos durante a mineracdo de dados e posteriormente avaliados. Esta apresentacao
representa a visualizacdo, pelo usuario, dos resultados obtidos. Uma alternativa seria a
alimentacdo de uma base de conhecimento.

De acordo com Sumathi e Esakkirajan (2006), a descoberta de conhecimento deve
ser expressa em linguagens de alto nivel, representacdes visuais ou outras formas
alternativas e expressivas, para que o conhecimento possa ser facilmente entendido e
diretamente utilizado por humanos. Isto é especialmente crucial quando o processo de
mineracdo de dados toma natureza interativa com 0S uUsuarios.

Este capitulo apresentou a descoberta de conhecimento como um processo de
maior complexidade em relacdo a mineracdo de dados, sendo esta apenas uma fase do
processo. Foram, juntamente, citadas etapas referentes a pré-processamento de dados e
pOs-processamento que também séo utilizadas na descoberta por conhecimento a partir de

dados.
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O capitulo 3 trata da mineracéo de dados em bancos de dados dentro deste escopo,
como uma etapa de um processo bem definido, apresentando o qué sua execucdo propde,

especificamente.
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3 MINERAQAO DE DADOS EM BANCOS DE DADOS

Conforme Ramakrishnan e Gehrke (2000), a mineragdo de dados consiste na
descoberta de tendéncias ou padrdes de dados em grandes conjuntos de dados. Neste
contexto, existe o0 pressuposto de que ferramentas de mineracdo de dados sejam capazes
de identificar estes padrdes com minima intervengdo dos usuarios.

Entende-se que a caracteristica mais importante e o diferencial da mineracdo de
dados, em relacdo a outras areas de pesquisa semelhantes, é que o volume de dados a ser
analisado é, de fato, de quantidade massiva. Conforme exposto anteriormente, ferramentas
de mineracdo de dados sdo projetadas para realizar a aplicacdo de técnicas de natureza
estatistica sobre quantidades massivas de dados em busca de determinados padrdes.

Rajaraman, Leskovec e Ullman (2013) explicam uma definicdo bastante aceita
neste contexto, onde a mineragédo de dados é tratada como a descoberta de "modelos™ para
os dados. A construcdo destes "modelos™ pode seguir estratégias oriundas das areas de
modelagem estatistica, aprendizado de maquina, e/ou outras abordagens computacionais.

De acordo com estes autores, a mineracdo de dados baseada em modelagem
estatistica era considerada, originalmente, um termo depreciativo referente a tentativas de
extracdo de informacdo que ndo era suportada pelos dados em seu formato disponivel,
onde irregularidades eram apresentadas devido a limitacGes da propria natureza estatistica.
Atualmente, com uma mudanca positiva nesta perspectiva, a utilizacdo de modelagem
estatistica na mineracdo de dados trata, especificamente, da construcdo de modelos
estatisticos, ou seja, a consideracdo de modelos de dados ndo explicitos, a partir dos quais
os dados explicitos tenham sido gerados ou sejam fundamentados.

O aprendizado de maquina, apesar de ser, por muitos, considerado um sinbnimo a
mineracdo de dados, de acordo com Rajaraman, Leskovec e Ullman (2013), ndo € um
conceito adequado, pois o fato € que algumas formas de mineracdo de dados,
efetivamente, utilizam algoritmos provenientes da area de aprendizado de maquina, mas
ndo exclusivamente. Além disto, a interpretacdo destes autores é que a utilizacdo de
aprendizado de maquina ndo deve ser considerada uma solucdo global na mineracdo de
dados, pois a razdo em sua utilizacdo depende no conhecimento dos usuarios sobre o seu
objetivo na busca de padrdes no conjunto de dados. Entende-se que o aprendizado de
méaquina € uma abordagem eficiente & mineracdo de dados quando se tem pouco
conhecimento dos padrdes a serem descobertos. Portanto, ndo tem obtido os mesmos
resultados positivos em situagcdes cujos objetivos sdo descritos de maneira mais clara e

direta. Isto se deve ao fato de ndo haver vantagem em desempenho na utilizagdo de
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aprendizado de maquina sobre algoritmos de projeto especifico para a realizagcdo de uma
determinada tarefa quando se tem conhecimento dos objetivos proprios da mesma.

Ramakrishnan e Gehrke (2000) explicam que a mineracdo de dados ndo é,
somente, relacionada com a andlise exploratéria de dados, classificando esta como uma
subdrea da estatistica que, apesar de possuir objetivos bastante similares aos da mineragao
de dados, é puramente fundamentada em metodologias estatisticas. De acordo com estes
autores, esta etapa é, também, relacionada com duas subareas da inteligéncia artificial,
sendo elas a descoberta de conhecimento e o aprendizado de maquina, tratando a
mineragdo de dados como um contexto multidisciplinar.

Rajaraman, Leskovec e Ullman (2013), explicam que a maioria das abordagens
computacionais a criacdo de modelos de dados trata ou do resumo dos dados, de forma
sucinta e aproximada ou da extracdo de caracteristicas mais salientes e o descarte posterior
do que ndo estiver contido no conjunto obtido. O resumo de dados trata da possibilidade
de utilizar um Unico valor para resumir a relevancia de um item dentro de um determinado
contexto. Um exemplo disto é a tarefa de analise de agrupamentos (clustering), onde,
conforme é exposto a seguir, o resumo dos dados pode ser visualizado como entidades
posicionadas dentro de um plano multidimensional. Entidades posicionadas em
proximidade umas das outras podem ser consideradas parte do mesmo agrupamento,
compartilhando, portanto atributos considerados relevantes. Estes agrupamentos podem
representar um resumo do conjunto de dados por inteiro.

No que se trata da extracdo de caracteristicas de dados, segundo estes autores, a
procura por modelos de dados ocorre em funcdo da busca de ocorréncias mais extremas,
ou seja, determinados fendmenos ou anomalias no conjunto de dados. Este é, entdo,
representado por estes exemplos, como modelos.

Algumas abordagens importantes a extracdo de caracteristicas de conjuntos de
dados em larga escala sdo a busca por conjuntos de itens frequentes e a busca por itens
similares. Em definicGes breves, a busca por conjuntos de itens frequentes ¢ feita a busca
por itens que estejam relacionados em conjunto dentro de determinada transacdo ou
processo. A busca por itens similares, também conhecida como filtragem colaborativa,
tem o objetivo de identificar conjuntos de itens que tenham elementos em comum com a
premissa de que isto venha a ser associado a semelhancas entre 0s itens.

De acordo com Han, Kamber e Pei (2009), as tarefas de mineracdo de dados sdo

executadas através funcionalidades de mineracdo de dados, que sdo responsaveis pela
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determinacdo dos tipos e os proprios padrdes a serem encontrados durante a execucao de

uma tarefa desta natureza.

3.1 Funcionalidades de Mineracéo de Dados

Em relagdo a funcionalidades de mineracdo de dados, nota-se que, dentre 0s
autores desta area, nem todos utilizam algum tipo de classificacdo ou taxonomia para tais
funcionalidades.

Han, Kamber e Pei (2009) incluem na lista de funcionalidades de mineragdo de
dados, descritas em sua obra, a caracterizagdo e discriminacgdo, a descobertas de padrdes
frequentes, associacOes e correlacdes, classificacdo e regressdo, analise de agrupamentos
(clustering) e a andlise de casos isolados. Estes autores descrevem uma taxonomia sobre
estas funcionalidades, onde elas podem ser categorizadas em descritivas ou preditivas.
Tarefas descritivas caracterizam propriedades dos dados em um determinado conjunto de
dados. Tarefas preditivas, por sua vez, desempenham a indugdo sobre os dados em analise
para a predicao de dados futuros.

De acordo com Sumathi e Esakkirajan (2006), as funcionalidade de mineragéo de
dados séo utilizadas para determinar os tipos de padrdes a serem descobertos nas tarefas
de mineracdo de dados. Segundo estes autores, estas funcionalidades podem ser
classificadas em duas categorias, sendo descritivas ou preditivas e, ainda tipificadas como
caracterizacdo e discriminagdo, associacdo, classificacdo e predicdo, clustering, analise
evolutiva e analise de casos isolados, mostrando uma abordagem bastante similar a de
Han, Kamber e Pai (2006), conforme exposto anteriormente.

Ramakrishnan e Gehrke (2000), em sua obra, versam sobre tarefas de mineracéo
de dados baseadas nas funcionalidades de contagem de co-ocorréncias, procura por regras
de associacdo (também para tarefas de predicdo de dados) e padrbes sequenciais,
classificacdo e regressdo, estruturacdo de arvores de decisdo, e a funcionalidade de
clustering, de forma individualizada.

Rajaraman, Leskovec e Ullman (2013) abordam, de forma diversificada, técnicas
para identificacdo de entidades similares, identificacdo conjuntos de dados frequentes, € a
funcionalidade de clustering, mas sem uma apresentacao explicita de uma taxonomia para
estas.

Camargo (2002), por sua vez, cita, como referéncia de tipologia de tarefas de
mineracdo de dados, Berry e Linnof (1997), cuja obra descreve seis grupos distintos,

sendo eles a classificagdo, regressdo, predicdo, regras de associagdo, agrupamento por
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similaridades, e descricdo. Também é apresentada outra taxonomia, oriunda da obra de
Agrawal e Shafer (1996), onde tais tarefas sdo relacionadas a uma de trés classes, sendo
elas a classificagdo (compreendendo as tarefas de classificagdo, regressao e agrupamento
por similaridades, por exemplo), associacdo e sequéncias (semelhante a predicdo).

Este autor ainda expde que diferentes técnicas podem ser utilizadas nestas
atividades de mineracdo de dados, tendo por exemplo a construgdo de arvores de decisdo,
utilizacdo de redes neurais, raciocinio baseado em memoria e algoritmos de analise
genética.

Para finalidade deste estudo, foram aplicadas e, portanto, mais criteriosamente
estudadas as funcionalidades de mineracdo de dados de associacao, classificacdo e analise

de agrupamentos (clustering).

3.1.1 Associacao

Han, Kamber e Pei (2009) definem a mineragdo de dados pela funcionalidade de
associagdo como a descoberta de conjuntos de elementos frequentes, sendo que estes
satisfazem um nivel minimo de suporte ou percentagem relevante das tuplas provenientes
de um banco de dados, a partir dos quais sdo geradas regras de associacao.

Segundo Date (2004), o conjunto de dados utilizado na mineracdo de dados por
associacdo, em sua totalidade, ¢ denominado populacdo. As regras de associacdo
identificadas pelos algoritmos executados em cada tarefa possuem duas propriedades
bésicas, sendo elas os indicadores de suporte e de confianca.

O indicador de suporte é equivalente a percentagem de instancias pertencentes a
populacdo que satisfazem um determinado requisito. O indicador de confianga, por sua
vez, considerando que a natureza da mineracdo de regras de associacao trata, justamente,
da relacdo entre, no minimo, dois elementos, revela a percentagem de regras suportadas
em que a associacdo entre os elementos é, efetivamente, satisfeita.

De acordo com Han, Kamber e Pei (2009), regras de associa¢do que satisfazem um
determinado valor minimo para os indicadores de suporte e confianca sdo consideradas
fortes. Além disto, estes autores consideram que a mineracdo de dados pela busca de
regras de associacdo pode ser dimensionada a busca de conjuntos de elementos frequentes,
sendo dividida em duas etapas, conforme abaixo.

1. A descoberta de todos os conjuntos de elementos frequentes, onde cada

conjunto de elementos deve ocorrer, no minimo, tdo frequentemente quanto o

valor definido para suportar as regras de associacéo; e
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2. A geracdo de regras de associacdo fortes a partir dos conjuntos frequentes de
dados descobertos previamente, onde, por definicdo, estas regras devem
satisfazer, além do indicador minimo de suporte, também o indicador minimo
de confianca.

Camargo (2002) exp0Oe a descoberta de regras de associagdo como um processo de
agrupamento por afinidade, este, consistido na determinacdo de elementos que ocorrem
simultaneamente em um conjunto de transagdes, além de que as associagdes ocorrem de
maneira que a presenca de determinado(s) elemento(s) em uma determinada transagéo
implica(m) na presenga de outro(s) elemento(s) na mesma transagéo.

Este autor ainda adiciona gque, conceitualmente, a diferenca entre os indicadores de
suporte e confianca estd no fato de que enquanto a confianga é uma medida de forca da
regra, 0 suporte tem relevancia puramente estatistica. Além disto, uma motivacdo para
limitacdo do nivel de suporte vem do fato de que, geralmente, ha interesse em regras com
valor de suporte superior a um determinado nivel por razdes provenientes do dominio das
regras de negocio em estudo. Portanto, caso o indicador de suporte apresentado por uma
determinada regra ndo for alto o suficiente, isto pode significar que a regra em questdo
pode ser desconsiderada por irrelevancia. Entende-se que a préatica da eliminacao de regras
consideradas irrelevantes € comum, visando a otimizacdo do tempo de execucdo do
processo de mineracdo de dados.

De acordo com Sumathi e Esakkirajan (2006), a descoberta de regras de
associacdo interessantes entre grandes quantidades de dados provenientes de um dominio
de negdcio pode ajudar no processo de decisdes inerentes a projeto de catalogos, formacéo
de combinacgdes para comercializacdo de produtos ou simples analise de circunstancias e

consequéncias.

3.1.2 Classificacao

Camargo (2002) trata da funcionalidade de classificacdo em mineracdo de dados
como o exame das caracteristicas de um novo objeto e sua alocacdo em uma classe de um
conjunto de classes previamente definidas, com base nestas caracteristicas. Os objetos a
serem classificados podem ser representados por tuplas em uma projecdo de banco de
dados. As caracteristicas de um objeto sdo representadas pelos campos de uma tupla e a
acdo de classificacdo consiste na atualizacdo de cada registro pelo preenchimento de um

determinado campo com o indicador da classe a qual este objeto pertence.



27

Ganti, Gehrke e Ramakrishnan (1999) explicam que esta funcionalidade de
mineracdo de dados utiliza dados referentes ao historico de elementos do dominio do
negdcio em estudo para predizer a classificacdo de novos elementos. Para esta proposta, é
requerida a utilizacdo de um conjunto de dados, chamado de conjunto de dados de
treinamento, onde estdo contidos diversos atributos, sendo que, destes, um determinado
atributo é chamado de atributo dependente, e 0s outros de atributos preditores. O objetivo,
a partir da execucdo deste treinamento, é a criacdo de modelos que, baseando-se nos
atributos preditores como entrada, sejam capazes de gerar um valor para o atributo
dependente como saida ao analisar novos elementos.

Em acordo com esta abordagem, Camargo (2002) versa sobre a tarefa de
classificagdo como a utilizagdo de um conjunto de classes bem definidas e um conjunto de
dados para treinamento de exemplos pré-classificados. Também exemplifica técnicas
bastante eficazes na atividade de classificacdo, sendo elas a utilizacdo de arvores de
decisdo, redes neurais, assim como raciocinio baseado em memoria e andlise de ligacéo,
em alguns casos.

Ganti, Gehrke e Ramakrishnan (1999) acrescentam que caso o0 atributo
determinado como dependente na atividade de classificacdo seja de natureza numeérica, a
tarefa é tratada como um problema de regresséo. A tarefa é tratada como um problema de
classificagdo em casos onde o atributo dependente é de natureza nominal ou categdrica, e,
entdo, os valores definidos como dominio deste atributo s&o chamados de rétulos das
classes.

Em trabalho posterior, Ramakrishnan e Gehrke (2000) reafirmam esta mesma
abordagem e ainda explicam que todos os atributos dos elementos, ndo somente o atributo
dependente, sdo distinguidos em dois tipos, numéricos ou categoricos. Para atributos
numéricos, podem ser executadas operacGes computacionais para processamento
numérico, como a computacdo de valores para a média entre valores, enquanto, para
atributos categoricos, seus dominios sdo definidos em um conjunto de valores para cada
um deles. No que trata das regras geradas pela atividade, sdo geradas regras de
classificacdo quando o atributo dependente é de natureza categdrica, e sdo geradas regras
de regressao quando o atributo dependente é de natureza numeérica.

Abaixo, o0 quadro 1 demonstra um exemplo de expressdo formal para uma regra de
classificacdo ficticia, onde é determinado alto risco de seguranca em transito de
automoveis, caso 0 motorista tenha idade entre 16 e 25 anos e o tipo de carro seja

esportivo ou caminhao.
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Quadro 1 - Exemplo de regra de classificagéo.

(16 <= idade <= 25) * (tipo _de carro € { esporte, caminhdo} ) alto risco = sim

Fonte: Adaptado de Ramakrishnan e Gehrke (2000).

A figura 2 demonstra a mesma regra, mas em notacdo grafica, em formato de

arvore de deciséo, para fins de exemplificacéo.

Figura 2 - Exemplo de arvore de decis&o.

Fonte: Adaptado de Ramakrishnan e Gehrke (2000).

Conforme Ramakrishnan e Gehrke (2000), assim como em regras de associacao,
niveis de suporte e confianca podem ser definidos para regras de classificacdo e regressao.
Além disto, é também expresso que as regras de classificacdo e regressdo diferem das
regras de associacdo por considerarem valores continuos (numéricos) e valores
categdricos e, ndo apenas um campo cujo dominio é estritamente definido.

Witten, Frank e Hall (2011) explicam que dois artefatos podem ser gerados como
saida em andlises de natureza preditiva. Sdo eles a matriz de confusdo e o valor pra
estatistica de kappa.

A matriz de confusdo, segundo estes autores, € utilizada para mensurar o
desempenho de um algoritmo de classificacdo. Na forma de uma matriz bidimensional, ela
demonstra a quantidade de instancias de cada classe que foram classificadas em cada

classe. A estatistica de kappa, por sua vez, é uma métrica que, basicamente, informa a
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probabilidade de as entidades em estudo estarem sendo classificadas ao acaso. Dada uma
escala, um valor baixo significa alta probabilidade de isto estar acontecendo, e um valor
alto, o inverso.

De acordo com Han, Kamber e Pei (2009), tarefas de classificacdo (e/ou também
de regressdo) podem necessitar de uma andlise de relevancia prévia, sobre os atributos
disponibilizados para identificar aqueles que sdo significantemente relevantes ao processo
de classificagéo (e/ou regressao). Estes devem ser selecionados para a realiza¢éo da tarefa,
enquanto outros atributos, considerados irrelevantes, podem ser simplesmente descartados

e excluidos de consideracéo.

3.1.3 Clustering

Fayyad, Shapiro e Smyth (1996) definem a funcionalidade de clustering como
uma tarefa descritiva comum cujo objetivo € a identificacdo de um conjunto finito de
categorias (ou clusters) para a descricdo dos dados. Estas categorias podem ser
mutuamente exclusivas ou constituir uma representacdo mais complexa, como defini¢des
hierarquicas ou, ainda, com a presenca de intersecgdes entre 0s grupos descritos apos a
analise.

Segundo Harrington (2012), clustering é um tipo de funcionalidade de mineracao
de dados de natureza ndo supervisionada que, automaticamente, cria agrupamentos de
elementos semelhantes, portanto, um tipo de classificacdo automatica. Este autor entende
que praticamente qualquer conjunto de dados pode ser analisado com esta funcionalidade
da mineracdo de dados e que o nivel de qualidade dos clusters identificados como
resultado é proporcionalmente associada a similaridade entre os elementos contidos em
cada cluster.

Os algoritmos utilizados em clustering utilizam os dados disponibilizados para
agrupar os elementos (registros, no caso de se tratar de uma projecdo de banco de dados)
similares e retornar dados sobre estas semelhancas. Ocorre, portanto, a disposicdo de
elementos similares em determinado agrupamento e elementos dissimilares em outro
determinado agrupamento, além de que o entendimento de similaridade depende de
métricas que podem ser definidas para este propdsito.

Rajaraman, Leskovec e Ullman (2013) dispdem um exemplo bastante simples e
conhecido da aplicacdo da funcionalidade de clustering que foi para a solucdo de um

problema ocorrido no ano de 1854 onde, no tratamento de uma epidemia de célera onde a
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localizacdo geogréfica dos casos foi disposta sobre um mapa da cidade de Londres,
conforme a figura abaixo.

Figura 3 - Plotagem de casos de cdlera por clustering.
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Fonte: Adaptado de Rajaraman, Leskovec e Ullman (2013).

Og O

O processo, realizado manualmente, devido as restricdes tecnologicas da época da
ocorréncia dos fatos, mostrou que os casos da doenca estavam agrupados em proximidade
a interseccOes de rodovias. Estas interseccdes coincidiam com as localizagcdes de pocos
artesianos que haviam sido contaminados e, portanto, pessoas que viviam perto destes
pocos sofreram a doenca, enquanto pessoas que vivam perto de pocos ndo contaminados
ou ndo proximos as mesmas localizacbes ndo sofreram a doenca. E estimado que, sem a
habilidade de agrupar estes dados (utilizacdo da funcionalidade de clustering), mesmo que
da forma manual e simples, como ocorreu, a causa da epidemia de cOlera ndo teria sido
descoberta.

Rajaraman, Leskovec e Ullman (2013) entendem que as funcionalidades de
clustering e de classificacdo sdo diferenciadas pelo fato de que na classificacdo o usuario
tem conhecimento do objetivo da atividade, ou seja, este sabe 0 que estd procurando em
cada classe. Estes autores entendem que, teoricamente, a atividade de clustering produz o
mesmo resultado que a classificacdo, mas sem a informacdo prévia de um conjunto de

classes, rotulos de classes ou, no caso, agrupamentos ou clusters.
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3.1.4 Abordagens Algoritmicas

Witten, Frank e Hall (2011) enfatizam a utilizacdo do algoritmo Apriori para o
tratamento de grandes conjuntos de dados em atividades de associacdo, o qual permite a
geracgdo de regras de associa¢do que suprem limites minimos de indicadores de suporte e
confianca, além da utilizacdo de uma metodologia de geracdo e teste de regras para
padrdes de conjuntos de elementos frequentes.

De acordo com Agrawal e Srikant (1994), o algoritmo Apriori reduz,
iterativamente, o indicador de suporte minimo até que encontre a quantidade requerida de
regras com o indicador minimo de confianga enquanto busca por regras de associacao.
Han, Kamber e Pei (2009) explicam que este algoritmo utiliza conhecimento prévio sobre
as propriedades dos conjuntos de elementos frequentes nestas buscas.

Segundo Camargo (2002), o Apriori é o algoritmo mais utilizado para a descoberta
de regras de associacdo e executa diversas leituras sobre o conjunto de dados em analise.
Conforme Witten, Frank e Hall (2011), diversos melhoramentos foram sugeridos ao
algoritmo, para reducdo da quantidade destas leituras, mas isto ainda pode causar grande
custo de poder computacional pela natureza combinatéria na geracdo de regras de
associacdo do mesmo. Conforme Liu, Hsu e Ma (1998), este algoritmo pode, também, ser
adaptado para identificar associacdes originarias de atividades de classificacao.

No que se trata de atividades de classificacdo em mineracdo de dados, Witten,
Frank e Hall (2011), inicialmente, versam sobre o algoritmo 1R para modelagem
estatistica, sendo que este utiliza um Unico atributo como base a cada tomada de deciséo,
escolhendo o que se aplica melhor a cada nova situacdo. No caso de construcdo de arvores
de decisdo em processos indutivos de classificacdo, € sugerida a utilizacdo do algoritmo
C4.5, o qual é considerado uma evolucdo do algoritmo ID3, tendo incorporado diversos
melhoramentos a este, incluindo métodos para tratamento de atributos numéricos, valores
ausentes e dados inconsistentes e a capacidade de geracdo de regras a partir de arvores.
Estes autores entendem que, atualmente, o algoritmo C4.5 é o mais utilizado em
atividades de classificacdo, em geral, apesar da existéncia de alternativas também eficazes
no mesmo propasito, como o algoritmo CART (Classification and Regression Trees).

Conforme Han, Kamber e Pei (2009), o algoritmo k-means utiliza a metodologia
de particionamento do conjunto de dados em um determinado nimero de agrupamentos,
sendo esta a abordagem mais simples e fundamental em clustering. O nimero de clusters
ou agrupamentos é assumido como conhecimento prévio e € utilizado como parametro no

ponto inicial no particionamento de conjuntos de dados em evidéncia.
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Witten, Frank e Hall (2011) concordam com esta abordagem e consideram o
algoritmo k-means um classico em tarefas de clustering em mineracdo de dados, onde é
importante notar que a podem ser executados testes sobre a quantidade de agrupamentos,
até que a atividade atinja seu objetivo da forma mais vantajosa e relevante a um dominio
de negdcio. Variagbes foram desenvolvidas com o proposito de obter melhoras de
desempenho, conforme o algoritmo k-means++, por exemplo, onde o centro dos
agrupamentos € determinado de maneira mais cuidadosa, impactando positivamente na
velocidade de processamento e preciséo dos resultados.

Para efeitos de estudo neste trabalho, faz-se notar que os algoritmos Apriori, 1R,
C4.5, CART e k-means sao utilizados para fins de experimentacdes e analise no conjunto
de dados apresentado para pesquisa.

O capitulo 3 se propds a mostrar a etapa de mineracdo de dados no processo de
descoberta de conhecimento como uma variedade de abordagens e possibilidades,
explicitando conceitos inerentes e apresentando as funcionalidades de associacéo,
classificagdo e clustering. Também foram apresentados breves principios sobre
abordagens algoritmicas utilizadas em cada uma destas funcionalidades, conforme
proposto dentro deste estudo.

O capitulo 4 se destina a apresentacdo da ferramenta WEKA, utilizada para pratica
de pré-processamento de dados e aplicacdo de funcionalidades de mineracdo de dados,

conforme proposto neste estudo, através dos algoritmos disponibilizados pela mesma.
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4 A FERRAMENTA WEKA

O projeto Waikato Environment for Knowledge Analysis (WEKA), desenvolvido
pela Universidade de Waikato na Nova Zelandia!, é uma colecdo de algoritmos de
aprendizado de maquina para realizacdo tarefas de mineracdo de dados. Estes algoritmos
podem ser executados diretamente sobre conjuntos de dados ou utilizados dentro de
projetos em linguagem de programacgdo Java, a mesma a qual este sistema é escrito e
prové uma Application Programming Interface (API). Também € exposto que 0 WEKA
contém ferramentas para pré-processamento de dados, tarefas de classificagdo, regressao,
analise de agrupamentos (clustering) e associacéo, e, ainda, a visualizacdo de resultados,
além de poder ser utilizado no desenvolvimento de novas abordagens ao aprendizado de
maquina, sendo que todo pacote de software € open source (de cédigo-fonte aberto) e
disponibilizado (licenciado) sob a GNU General Public License.

Segundo o manual da ferramenta WEKA (BOUCKAERT et al., 2013), em sua
versdo 3.6.9, a interface inicial deste sistema, o "WEKA Graphic User Interface
Chooser"”, prové um ponto inicial para a inicializacdo das principais aplicacdes e
ferramentas de suporte com interface grafica do WEKA. Os quatro botdes apresentados
nesta interface, "Explorer”, "Experimenter”, "KnowledgeFlow" e "Simple CLI" s&o
utilizados para acessar cada um dos ambientes disponibilizados por estas quatro
aplicacdes, brevemente descritas abaixo, de acordo com suas aplicaces propostas.

A figura 4 demonstra a interface inicial do sistema WEKA.

! Software e documentaco inerente disponivel para download em http://www.cs.waikato.ac.nz/ml/weka/.
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Figura 4 - Interface inicial da ferramenta WEKA

€3 Weka GUI Chooser EEI)

Program Visualization Tools Help
Applications

?WE KA —

The University

. of Waikato Experimenter
Waikato Environment for Knowledge Anahysis KnowledgeFlow
Version 3.6.9
(c) 1993 - 2013
The University of Waikato Simple CLI

Hamilton, New Zealand

Fonte: Adaptado de Frank et al. (2009).

4.1 Ambiente Explorer

O ambiente Explorer ¢ utilizado para explorar os dados com a ferramenta WEKA
e, segundo Witten, Frank e Hall (2011), a maneira mais simples de utilizar a ferramenta
por interface grafica. Este ambiente dispde acesso a suas facilidades através da selecéo de
menus e preenchimento de parametros em formularios. Além disto, a interface grafica do
ambiente Explorer prové meios para a leitura e importacdo de conjuntos de dados, tanto
no formato ARFF (sugerido para utilizacdo na ferramenta WEKA), como em arquivos de
planilhas de dados em formatos compativeis.

Funcionalidades basicas de pré-processamento de conjunto de dados séo
disponibilizadas juntamente com a capacidade de efetuar tarefas de mineracdo de dados
baseadas em funcionalidades e exploracdo dos diversos algoritmos disponibilizados pela
WEKA. Também sdo disponibilizadas interfaces para a apresentacdo dos resultados
oriundos da atividade de mineracao de dados.

Apesar destas facilidades, estes autores ainda entendem que usuarios da ferramenta
devem ter conhecimento das atividades desempenhadas para compreender, plenamente, a

significacdo dos resultados obtidos.
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4.2 Ambiente Experimenter

O ambiente Experimenter é, conforme Bouckaert et al. (2013), utilizado para
efetuar experimentos e realizar a conducdo de testes de natureza estatistica entre
abordagens de aprendizado de maquina.

Segundo Witten, Frank e Hall (2011), este ambiente foi projetado para resolver um
problema bésico das atividades de classificacdo e regressdo em mineracdo de dados, que é
o0 da determinacdo de métodos e valores de pardmetros que se aplicam melhor em cada
estudo de caso. Estes autores entendem que ndo had maneira dedutiva de fazer esta
determinacéo e, com esta motivacao, foi desenvolvido o ambiente Experimenter, onde sdo
disponibilizadas funcionalidades para automatizar o processo de comparagdo entre
variedades de técnicas de aprendizado de maquina. Desta maneira, atividades de
classificagdo e/ou regressdo podem ocorrer com filtros e configuracbes de parametros
diferentes com o proposito de coletar informacdes estatisticas sobre desempenho em tais
atividades. Aléem disto, ainda vale citar que existe a possibilidade de utilizar este ambiente
sobre uma plataforma computacional distribuida para balanceamento de carga em casos de

experimentos estatisticos de larga escala.

4.3 Ambiente KnowledgeFlow

O ambiente KnowledgeFlow suporta, de acordo com Bouckaert et al. (2013),
essencialmente, as mesmas funcionalidades do ambiente Explorer, porem, com uma
facilidade de clicar-e-arrastar em sua interface grafica. Funcionalmente, uma vantagem
seria 0 suporte a aprendizado incremental.

De acordo com Witten, Frank e Hall (2011), a interface deste ambiente prové
meios para o projeto de configuracdes para o processo de dados em fluxo continuo
(streaming) e esta é a natureza da diferenca entre este ambiente e o ambiente Explorer. No
caso deste, todo conjunto de dados é armazenado na memdria principal do sistema,
enquanto, no ambiente KnowledgeFlow, o aprendizado incremental, conforme
mencionado anteriormente, pode ser realizado de forma efetiva pelo carregamento
incremental de conjuntos de dados.

Em sua interface grafica, este ambiente expde a funcionalidade de arrastar
componentes que podem representar algoritmos de aprendizado ou fontes de dados, de
maneira que componham a configuracdo desejada pelo usuario. Desta maneira, permite a
especificacdo de fluxo continuo de dados (streaming) pela conex&o entre componentes de

fontes de dados, ferramentas de pré-processamento, algoritmos de aprendizado, métodos
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de avaliacdo de conhecimento e componentes responsaveis pela visualizacdo dos
resultados, permitindo que dados sejam, de fato, carregados e processados

incrementalmente.

4.4 Ambiente Simple CLI

De acordo com Bouckaert et al. (2013), o ambiente Simple CLI dispde uma
interface em linha de comando para permitir a execucdo de comandos da ferramenta
WEKA por sistemas operacionais que ndo provéem ambientes de linha de comando
préprios.

Witten, Frank e Hall (2011) explicam que este ambiente é utilizado para a entrada
de comandos em sua forma bruta, como chamada a APl do WEKA, o que dé& ao usuario
acessibilidade total aos recursos deste sistema.

Para efeitos neste estudo, 0 ambiente Explorer é utilizado para a realizacdo das
tarefas de mineracdo de dados com as funcionalidades de associacdo, classificacdo e
analise de agrupamentos (clustering), conforme exposto anteriormente, portanto, este
ambiente é estudado e exposto mais criteriosamente no desenvolvimento do presente
trabalho.

4.5 O Formato de Arquivo ARFF

De acordo com a Universidade de Waikato (2013), um arquivo Attribute-Relation
File Format (ARFF), ou formato de arquivo de atributos e relacdo, consiste num arquivo
de texto pleno que descreve uma lista de instancias que compartilham um conjunto de
atributos.

Arquivos do tipo ARFF devem conter duas se¢des distintas, sendo elas a se¢do do
cabecalho, com informac6es inerentes, e a secdo de dados, onde estdo estes, propriamente
ditos. Podem haver linhas com a funcdo de comentarios na constituicdo deste tipo de
arquivo.

A secdo de cabecalho de um arquivo ARFF contém a declaracdo do nome da
relacdo e a declaracdo dos atributos do conjunto de dados com seus respectivos tipos. Os
tipos de dados suportados pelo WEKA sdo numéricos (nUmeros inteiros e reais),
categdricos (nominais ou strings), e temporais (datas e horarios).

Um exemplo de cabecalho de um arquivo ARFF é demonstrado no quadro 2,

abaixo.
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Quadro 2 - Exemplo de cabegalho de arquivo ARFF.

@Qrelation veiculos

@attribute tipo { "CARRO", "CAMINHAO", "MOTO" }
@Qattribute cor { "PRETO", "BRANCO", "AZUL" }
@attribute marca { "VW", "BMW", "FIAT", "HONDA" }
@attribute ano integer

@attribute peso integer

@attribute rodas integer

Fonte: Dados primarios.

A secdo de dados de um arquivo ARFF contém, além da declaracédo do inicio desta
secdo, a informacdo dos dados a serem analisados que, por sua vez, representam as
instancias a ser analisadas. Cada instancia deve ter seus dados informados em uma unica
linha de texto no arquivo, sendo que o fim da linha denota o fim dos dados referentes a
cada instancia.

E importante notar que valores ausentes ou nulos podem ser representados pelo
caractere correspondente ao sinal de interrogacdo ("?"). Valores nominais e strings tém
sensitividade entre caracteres alfanuméricos maitsculos ou minusculos, além de que é
necessaria sua qualificacdo com aspas duplas, no caso da presenca de espacos em sua
composicao. Valores de datas devem seguir o padrao de strings conforme especificado na
declaracéo do respectivo atributo no cabecalho. Também pode ser utilizada a interpretacéo
de dados esparsos, onde dados nulos ndo sdo informados explicitamente, porém, este nao
€ 0 caso no presente estudo.

Um exemplo de secdo de dados de um arquivo ARFF é demonstrada abaixo, no

quadro 3.

Quadro 3 - Exemplo de secdo de dados de arquivo ARFF.

@data

"CARRO", "AZUL", "VW", 1978, 500, 4
"CARRO", "PRETO", "FIAT", 2, 550, 4
"MOTO", "PRETO", "HONDA", 2010, 120, 2
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"CAMINHAO", "PRETO", "BMw", 2010, 3000, 8
"CARRO", "PRETO", "HONDA", 2010, 600, 4
"CARRO", "PRETO", "BMwW", 2010, 800, 4
"CAMINHAO", "BRANCO", "BMwW", 2, 2800, 6

Fonte: Dados primarios.

Conforme pode ser verificado nos exemplos apresentados acima (quadros 2 e 3),
existem notacBes especificas para a determinacdo do nome da relacdo, os atributos e sua
tipificacdo no conjunto de dados e o indicador de inicio da se¢do de disposicdo do
conjunto de dados, além da notacdo representativa de comentarios em linha do arquivo,
sendo elas, respectivamente, @relation, @attribute, @data e o simbolo de percentagem
("%") e, ainda, a quebra de linha, que também apresenta semantica inerente a
interpretacdo dos dados contidos nos arquivos ARFF.

Segundo Witten, Frank e Hall (2011), a maioria dos Integrated Development
Environments (IDE), ou ambientes integrados de desenvolvimento, permitem algum tipo
de exportacdo de dados em formato de planilhas ou Comma-Separated Values (CSV), ou
valores separados por virgulas, para a representacdo de projecdes do banco de dados e a
ferramenta WEKA suporta a importacao de conjunto de dados neste formato.

Apesar disto, o formato ARFF foi mantido para utilizacdo no presente trabalho por
questdes do estudo da ferramenta WEKA e suas funcionalidades inerentes, assim como a

padronizacdo das praticas, conforme especificado.

4.6 Implementacdes Algoritmicas

Conforme exposto anteriormente, foram elencados algoritmos para o
desenvolvimento do presente trabalho, em acordo com as atividades de mineracdo de
dados propostas e, de acordo com Frank et al. (2009), o sistema WEKA prové

implementacdes para estes algoritmos, conforme a tabela 1, abaixo.
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Tabela 1 - Implementacgdes de algoritmos na ferramenta WEKA

Categoria Algoritmo Implementagéo
Associacdo  Apriori Apriori
Classificacdo 1R OneR
Classificagcdo C4.5 J48

Classificagio CART SimpleCart
Clustering k-means  SimpleKMeans

Fonte: Frank et al. (2009).

Este capitulo se propds a versar sobre os quatro ambientes disponibilizados na
ferramenta WEKA, citando suas peculiaridades e aplicacdes, além de apresentar detalhes
sobre o formato de arquivo ARFF, proposto para utilizacdo na entrada de conjunto de
dados no ambiente Explorer. O capitulo 5 mostra a utilizacdo da WEKA na prética, em

cada um dos cinco experimentos propostos no presente estudo.
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5 OVINOCULTURAE I\/IINERAC;AO DE DADOS

Este capitulo versa sobre funcionalidades de mineracdo de dados aplicadas & um
conjunto de dados oriundo do dominio da ovinocultura e os resultados obtidos nos
experimentos conduzidos dentro das propostas deste estudo.

A se¢do 5.1, inicialmente, prové embasamento sobre o dominio de negécio da
ovinocultura, conforme exposto no Regulamento do Servigo de Registro Genealdgico de
Ovinos no Brasil (ARCO, 2012). A secdo 5.2 expOe detalhes sobre o conjunto de dados
utilizado e cinco experimentos executados estdo descritos na sec¢do 5.3, detalhadamente
nas respectivas subsec¢des 5.3.1, 5.3.2, 5.3.3,5.3.4 ¢ 5.3.5.

5.1 Dominio de Negécio da Ovinocultura

O servico de registros inerentes a criacdo de ovinos no Brasil é regulamentado e
executado pela Associagédo Brasileira de Criadores de Ovinos - Assisténcia aos Rebanhos
de Criadores de Ovinos (ARCO), em conformidade com delegacdo do Ministério de
Agricultura, Pecuaria e Abastecimento (MAPA) deste Pais. Este regulamento expressa,
entre outros aspectos administrativos cujo detalhamento estd fora do escopo deste
trabalho, sobre os documentos de formulérios de dados inerentes ao processo de
regularizacdo de rebanhos ovinos e as informagdes contidas neles para fins de registro.

A seguir, é provida uma descricao breve do ciclo de vida do processo de registro
de ovinos nesta associacdo, bem como sobre os documentos, formularios, informacgdes ou
dados inerentes a cada fase deste processo.

O registro de ovinos, assumindo plena regularidade dos respectivos criadores
perante 0 MAPA e a ARCO, comeca pela notificacdo das atividades de cobertura em seus
rebanhos. Este documento reflete informacdes de acasalamentos e, portanto, dados dos
machos que foram colocados em confinamento para acasalamento com determinado grupo
de fémeas e o periodo em que este confinamento ocorreu. Este periodo, de acordo com o
regulamento citado, ndo deve exceder o intervalo de 90 dias. No caso de ndo ocorrer
monta natural, Unico caso passivel de notificacdo de cobertura, deve haver a informacéo
de relatérios de inseminacdo artificial e/ou fertilizacdo in-vitro, além de casos de
transferéncia de embrides posterior a monta natural ou nao.

Caso estes dados ndo sejam informados em conformidade com o regulamento,
pode gerar irregularidades referentes a desinformacdo do tipo de monta ou método de
concepcdo realizado por seus progenitores, quando da avaliacdo de regularidade dos

animais informados em notificagdes de nascimento.
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A notificagdo de nascimento, como o préprio nome indica, prové informagfes
sobre 0 nascimento de animais de determinado rebanho. Os dados contidos no formulario
entregue pelos criadores deve conter indicacdo do rebanho, nimeros de tatuagens, sexo
dos animais, nomes dos animais, datas de nascimentos, indicacdo dos progenitores e tipo
de monta ou método de concepgdo ao qual a notificacdo € referente.

Concomitantemente a notificacdo de nascimento, é realizada e informada a
inspecdo ao pé da mée, procedimento realizado por técnicos zootecnistas credenciados e
autorizados pela ARCO, onde sdo informadas as tatuagens e 0 sexo dos animais nascidos
em cada rebanho. Caso este documento esteja em discordancia com a notificagdo de
nascimento, pode gerar irregularidades em funcdo de discrepancias entre os dados
informados pelos criadores e o que foi, efetivamente, verificado pelos técnicos.

A ficha de confirmacdo é outro documento cuja responsabilidade é atribuida aos
técnicos zootecnistas credenciados pela ARCO. Essencialmente, trata-se de um relatdrio
técnico onde sdo indicados animais que atingiram maturidade suficiente para ter sua
genealogia e padréo racial reconhecidos, o que, legalmente, s6 deve ocorrer apos oito
meses de vida do animal e até seus trés anos de vida.

Apesar de a ficha de confirmacdo ser um documento de analise técnica,
administrativamente, ela somente surte efeito para cada animal, individualmente, a
aqueles listados e que ndo possuem irregularidades de acordo com o regulamento, estando
em estado de aptiddo na data da confirmacao.

Abaixo, é disposta uma tabela com os codigos de irregularidades possiveis,
juntamente com suas descricdes, sendo que a atribuicdo de qualquer destas irregularidades

impede que qualquer animal seja considerado apto.

Tabela 2 - Irregularidades e Descrices.

Codigo Descricao da Irregularidade

Mae néo confirmada

Pai ndo confirmado

Irmaos gémeos com datas de nascimento diferentes
Mae tem produto com outro pai, nesta data

Mée do produto ndo € de propriedade do criador

Criador ja possui produto com a mesma tatuagem

~N o oA oW DN -

Intervalo entre partos invalido
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8 Intervalo entre cobertura e nascimento invalido

9 Cobertura ndo comunicada

10 O pai ndo é de propriedade do criador

11 Sem ficha de Inspe¢do ao Pé da Mae

12 Criador n&o possui estoque de embrides

13 Criador ndo possui estoque de sémen

14 Relatorio de Transferéncia de EmbriGes ndo comunicado ou incompleto
15 Relatério de Inseminacdo Artificial ndo comunicado ou incompleto

16 Teste de parentesco ndo realizado

17 Teste de parentesco ndo qualifica

Fonte: ARCO, 2012.

A relevancia deste processo de confirmacdo esta, segundo o regulamento da
ARCO (ARCO, 2012), na certificacdo de que os animais sao, efetivamente, regularizados
perante as entidades inerentes, ou seja, passaram por todas etapas regulares do processo de
criacdo de ovinos no Brasil. Além disto, a certificac@o racial torna os proprietarios destes
animais aptos a usufruir plenamente dos atributos de seus rebanhos, o que influencia
diretamente em viabilidade comercial, por exemplo, devido ao fato de que transferéncias
de propriedade podem ser efetuadas de maneira regular somente se 0s animais possuirem
seus certificados de confirmacéo.

Conforme exposto anteriormente, funcionalidades de mineracdo de dados foram
aplicadas neste estudo com a execucdo de algoritmos de associacdo, classificacdo e
clustering sobre um conjunto de dados oriundos do dominio de negdcio da criacdo de

ovinos (se¢do 5.3).

5.2 O Conjunto de Dados

O conjunto de dados disponibilizado para este estudo esta disposto conforme um
esquema relacional, com a tecnologia SQLite, em duas entidades, ou tabelas, sendo elas
OVINOS e IRREGULARIDADES.

A primeira, a entidade OVINOS, é constituida por 13 atributos, considerando que
cada tupla representa dados sobre cada animal, sendo eles, portanto, data de nascimento,
sexo, raga, identificagdo do pai, identificacdo da mée, seu tipo de concepgdo, tipo de parto,

identificacdo do criador, identificagdo do proprietério, indicador de aptiddo, indicador de
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confirmacdo e data de morte, se morto, além de seu nimero de identificacdo propria, para
fins de utilizacdo como chave-primaria no esquema relacional apresentado.

A segunda entidade, IRREGULARIDADES, contém o numero de identificacdo de
cada animal e o cddigo das irregularidades atribuidas a cada animal, se ndo em estado de
aptiddo. O primeiro atributo citado na composi¢cdo desta entidade serve como chave-
estrangeira no relacionamento com a entidade OVINOS, onde existe um atributo
correspondente como chave-primaria, conforme exposto anteriormente. Isto é suficiente
para a manutencdo da integridade referencial no esquema relacional disposto neste estudo.

A figura 5, abaixo, representa um diagrama Entidade-Relacionamento (ER)

demonstrando a relagdo entre as duas entidades e seus atributos.

Figura 5 - Diagrama ER representando o conjunto de dados utilizado neste estudo.

QOVINCS

D
RACA
NASCIMENTO
SEXO
ﬁﬁé‘% IRREGULARIDADES
CONCEPCAO A colt?leo
PARTO
CRIADOR
PROPRIETARIO
APTO
CONFIRMADO
MORTE

Fonte: Dados primarios.

Para fins de geracdo do arquivo ARFF utilizado como entrada no processo de
mineracdo de dados na ferramenta WEKA, foram calculados atributos adicionais,
considerados relevantes para atividades de mineracdo de dados e, entdo adicionados ao
arquivo final utilizado neste trabalho. Outros atributos contidos nas entidades do esquema
relacional apresentado anteriormente, que foram considerados irrelevantes para as mesmas
atividades, foram descartados.

Anteriormente a geracao do arquivo ARFF, com base nos dados apresentados,
foram calculados e acrescentados a entidade OVINOS a idade do animal em meses, a

idade do animal em meses quando de sua morte, se morto, um indicador da ocorréncia de
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transferéncia de propriedade e a quantidade de irregularidades apresentadas pelos animais
considerados inaptos. Foram, também, descartados dados referentes a data de nascimento,
data de morte, tatuagem do animal, identificacdo do criador e identificacdo do
proprietario. A entidade IRREGULARIDADES foi mantida conforme seu formato
disposto anteriormente.

O produto final do processo de geragdo do arquivo ARFF consolidou dados de
aproximadamente 50.000 instancias da relacdo ovinos para analise.

Para fins de transformacdo de dados, conforme disposto acima, foi utilizada a
linguagem de programacdo PHP: Hypertext Preprocessor (PHP) para automatizacdo da
recuperacdo dos dados e geracdo do arquivo ARFF utilizado no presente trabalho. O
quadro 4 apresenta o cédigo-fonte do programa escrito, em sua integridade, onde também

estdo explicitas sentengas escritas em Structured Query Language (SQL).

Quadro 4 - Codigo fonte de programa em linguagem PHP para geragéo de arquivo ARFF.

<?php

Sdb = new pdo('sglite:ovinos.sglite');
$db->setAttribute (PDO: :ATTR_ERRMODE, PDO::ERRMODE EXCEPTION) ;

$Ssgl ="
SELECT

RACA,

SEXO,

CASE WHEN MORTE > DATE('1899-12-30') THEN 'N' ELSE 'S’
END VIVO,

CASE ~ WHEN  NASCIMENTO >  DATE('1899-12-30") THEN
ROUND ( (JULIANDAY ('NOW') -~JULIANDAY (NASCIMENTO) ) /30) ELSE T END
MESES_VIVO,

CASE WHEN MORTE. > DATE ('1899-12-30") THEN
ROUND ( (JULIANDAY (MORTE) ~JULIANDAY (NASCIMENTO) ) /30) ELSE T END

MORTO MESES VIVO,

CASE TIPO MONTA WHEN 'Inseminacdo Artificial' THEN 'IA'
WHEN 'Monta Natural' THEN 'MN' ELSE TIPO MONTA END CONCEPCAO,

CASE PARTO WHEN 'Simples' THEN 'l' WHEN 'Duplo' THEN '2'
WHEN 'Triplo' THEN '3' WHEN 'Quadruplo' THEN '4' END PARTO,

CASE APTO WHEN 1 THEN 'S' ELSE 'N' END APTO,

CASE CONFIRMADO WHEN 1 THEN 'S' ELSE 'N' END CONFIRMADO,

CASE WHEN PROPRIETARIO <> CRIADOR THEN 'S' ELSE 'N' END
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TRANSFERIDO,
(SELECT COUNT (*) FROM IRREGULARIDADES WHERE FBB =
OVINOS.FBB) IRREGULARIDADES
FROM OVINOS

Sresult = $db->query ($sql) ;

Sfile = fopen('ovinos_santa ines vivos .arff', 'w');

fwrite( $file, 'RQrelation ovinos' "\r\n") ;

fwrite( $file, "\r\n");

fwrite( $file, 'Qattribute raca { "BERGAMACIA BRASILEIRA", "CARIRI",
"CORRIEDALE", "CRIOULA", "DOHNE MERINO", "DORPER", "EAST FRIESIAN",
"HAMPSHIRE DOWN", "IDEAL", "ILE DE FRANCE", "KARAKUL", "LACAUNE", "MERINO

AUSTRALIANO",

"MORADA NOVA",

"POLL DORSET",

"RABO LARGO",

"SANTA INES", "SOMALIS BRASILEIRA", "SUFFOLK", "TEXEL",
"\r\n") ;

fwrite( $file, 'Qattribute sexo { M, F } '

fwrite( $file, 'RQattribute vivo { S, N } '

fwrite( $file, '@attribute idade vivo integer '

fwrite( $file, 'G@attribute idate morto integer '

fwrite( $file, '@attribute concepcao { MN, IA, TE, FIV }

"\r\n") ;

fwrite( $file, '@attribute parto { 1, 2, 3, 4 } '

fwrite( $file, '@attribute apto { S, N } '

fwrite( $file, 'Qattribute confirmado { S, N } '

fwrite( $file, 'RQattribute transferido { S, N } '

fwrite( $file, 'Qattribute irregularidades integer '

fwrite( $file, "\r\n");

fwrite( $file, "Q@data" "\r\n");

while ( $tuple = Sresult->fetch() ) {

fwrite ( Sfile,

(string) '"'.Stuple['RACA'].'"' Sy
(string) S$tuple['SEXO'] .,
(string) S$tuple['VIVO'] .,
(string) Stuple['MESES VIVO'] .,
(string) $tuple['MORTO MESES VIVO'] .,
(string) Stuple['CONCEPCAO'] "
(string) Stuple['PARTO'] "y,
(string) S$tuple['APTO'] .o,
(string) Stuple['CONFIRMADO'] .,
(string) Stuple['TRANSFERIDO'] ",
(int) Stuple['IRREGULARIDADES'] "y

"WHITE DORPER"

"ROMNEY MARSH",

} )

"\r\n");
"\r\n");
"\r\n");
"\r\n");
"\r\n");
"\r\n");
"\r\n");
"\r\n");
"\r\n");
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?>

n\r\nn ) ,.
}
fclose (Sfile);

Fonte: Dados primérios.

Outras etapas de pré-processamento de dados foram aplicadas conforme a
necessidade quando da execucdo de cada experimento disposto neste estudo na propria
ferramenta WEKA.

5.3 Experimentos de Mineracédo de Dados Sobre o Conjunto de Dados
Esta secdo trata, especificamente, de cada experimento realizado nos propositos do

presente trabalho.

5.3.1 Experimento 1

Sobre o conjunto de dados disponibilizado, foi executado o algoritmo Apriori com
a finalidade de determinar associacfes frequentes entre atributos das instancias de ovinos.
Este experimento inicial ndo utiliza nenhuma parametrizacdo fora do padréo estipulado
pela ferramenta WEKA e ndo elimina quaisquer atributos do conjunto de dados a ser
analisado. O limite de regras a serem apresentadas neste experimento foi determinado
como 100.

Como resultados, foram geradas, na grande maioria, regras determinando relagdes
entre quesitos que fazem parte das regras do dominio do negécio, como, por exemplo, a
associacdo entre a auséncia de irregularidades e o estado de aptidao.

Por outro lado, a associacdo entre animais do sexo feminino e a auséncia de
transferéncias em seu historico, com indicador de confianca de 0,97 pode ser explicado
pelo valor que fémeas, mesmo que ndo consideradas provenientes de uma arvore genética
de alta fertilidade, podem agregar a criacdo de ovinos quando da atividade de
transferéncia de embrides.

Outra regra, a principio parte do dominio de negécio e, portanto, algo ja esperado,
é a associacdo entre animais ndo confirmados e sem registro de transferéncias em seu
historico. O fato relevante na descoberta desta regra foi o indicador de confianga, onde foi

apresentado 0,99, revelando que ha casos onde animais tiveram transferéncias de
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propriedades registradas mesmo sem terem registradas suas respectivas confirmacoes de
padrdo racial antes. Conforme exposto anteriormente, no capitulo 2, este tipo de
inconsisténcia pode ser causado por falhas no proprio produto de software de gestdo do
negaécio.

O quadro abaixo mostra um demonstrativo com 10 das regras de associa¢ao
reveladas por este experimento, conforme geradas pela ferramenta WEKA e analisadas

conforme descrito acima.

Quadro 5 - Demonstrativo de regras de associagéo geradas pelo algoritmo Apriori.

irregularidades=0 39596 ==> apto=S 39596 conf: (1)
confirmado=N 39368 ==> transferido=N 38922 conf: (0.99)
sexo=F concepcao=MN 24435 ==> vivo=S 24110 conf: (0.99)
sexo=F 28826 ==> vivo=S 28352 conf: (0.98)

concepcao=MN 41485 ==> vivo=S 40627 conf: (0.98)
concepcao=MN apto=S 33923 ==> vivo=S 33400 conf: (0.98)
parto=1 31326 ==> transferido=N 30724 conf: (0.98)

apto=S 39596 ==> vivo=S 38800 conf: (0.98)
sexo=F 28826 ==> transferido=N 28054 conf: (0.97)
sexo=F apto=S 23503 ==> transferido=N 22734 conf: (0.97)

Fonte: Dados primarios.

5.3.2 Experimento 2

Sobre o0 conjunto de dados, em sua totalidade de instancias de animais das racgas
Santa Inés, Dorper e Texel, foram aplicados algoritmos de classificacdo para determinar
suas capacidades de classificar as instancias de acordo com as racas de cada um dos
animais informados, sendo este atributo utilizado como rétulo das classes utilizando os
outros atributos disponiveis.

Estas racas foram elencadas para este experimento por conterem o maior plantel
no Pais, no que consta no conjunto de dados em estudo. Nenhum atributo foi removido do
conjunto de dados para fins desta atividade.

Em relacdo a andlise das racas de maior plantel, conforme citado acima, com a
utilizacdo do algoritmo C4.5, foi construido um modelo de bastante complexidade, cuja

arvore de decisdo gerou 533 nds. O atributo referente ao tipo de concepcdo dos animais
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foi determinado como raiz deste modelo, que atingiu 62% de corre¢do na classificacéo.
Porém, o indicador de estatistica de kappa apresentado foi de 0,41, indicando uma
possivel relevancia estatistica ao resultado do processo. A matriz de confusdo apresentada
como resultado também indica que, predominantemente, animais das racas Dorper e Texel
tiveram maior sucesso na distingdo sobre animais da raca Santa Inés, sendo que esta teve

maior taxa de erros do que acertos na classificagdo, conforme a tabela 3.

Tabela 3 - Matriz de confusdo gerada com algoritmo C4.5.

Dorper Santa Inés Texel Classificagéo
9069 2581 2302 Dorper
3528 4866 1885  Santa Inés
1416 697 5917 Texel

Fonte: Dados primarios.

O algoritmo CART gerou um modelo de maior complexidade em relacdo ao
algoritmo C4.5. Neste caso, a geracdo da arvore de decisdo criou 1581 nos, mas também
utilizando o atributo referente a concepcéo dos ovinos como raiz do modelo.

Os indicadores de correcdo de classificacdo e estatistica de kappa descobertos
foram bastante semelhantes aos gerados pelo algoritmo C4.5, variando brevemente apenas
nas casas decimais, de maneira positiva. A matriz de confusdo gerada também foi
semelhante, mostrando uma pequena melhora na classificacdo dos ovinos da raca Santa
Inés (Tabela 4).

Tabela 4 - Matriz de confusdo gerada com o algoritmo CART.

Dorper SantaInés Texel Classificacdo

9011 2671 2270 Dorper
3388 4889 2002 Santa Inés
1390 673 5967 Texel

Fonte: Dados primarios.
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O algoritmo 1R, por sua vez, criou um modelo de baixa complexidade baseando-se

apenas em um Unico atributo do conjunto de dados, ou seja, de utilidade estatistica,

apenas. O atributo utilizado na modelagem foi referente a idade dos animais em meses,

conforme a tabela 5.

Tabela 5 - Modelo gerado com o algoritmo 1R.

Idade em Meses Raca

<105
<125
<185
<225
<265
<295
<315
<325
<34,5
<355
< 36,5
<37,5
<475
<495
<57,0
<615
<69,5
<7255
>=72,5

Desconhecido

Dorper
Texel
Dorper
Santa Inés
Dorper
Santa Inés
Texel
Dorper
Santa Inés
Dorper
Texel
Dorper
Santa Inés
Dorper
Santa Inés
Dorper
Santa Inés
Dorper
Santa Inés

Dorper

Fonte: Dados primarios.

O indicador de corre¢do na classificacdo atingiu 55,1%, enquanto o indicador de

estatistica de kappa apresentou valor de 0,3.
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A matriz de confusdo disposta na tabela 6 demonstra superior taxa de acertos nas
racas Dorper e Texel, assim como nas analises anteriores, porém, a classificacdo dos
animais da raga Santa Inés foi bastante prejudicada, tendo, proporcionalmente, 3 erros a
cada acerto.

Tabela 6 - Matriz de confusdo gerada com o algoritmo 1R.

Dorper Santa Inés Texel Classificagéo

9641 1583 2728 Dorper
5795 2549 1935 Santa Inés
1975 440 5615 Texel

Fonte: Dados primarios.

5.3.3 Experimento 3

Em respeito ao conjunto de dados, neste caso, o0 numero de instancias foi reduzido
a apenas o0s animais certificados nas ragas Dorper e White Dorper.

No passado recente, estas duas racas eram consideradas uma unica e, portanto,
registradas, analisadas e julgadas como uma s6. O motivo € que, morfologicamente, a
diferenca entre os animais destas duas racas € que 0s animais da raca Dorper possuem a
caracteristica de pigmentacéo preta na cabeca, da linha do pescoco para cima, enquanto o
restante de seu corpo é da cor branca. Os animais da raca White Dorper, por sua vez, ndo
possuem essa caracteristica de pigmentacdo preta em local nenhum de seu corpo,
apresentando coloracédo branca por todo este, incluindo a cabeca.

Os testes realizados neste experimento utilizaram o algoritmo de classificacdo
C4.5 para determinar a raca de cada instancia dos animais, sendo este o atributo
dependente, utilizando os outros atributos, preditores, para buscar padrdes que distinguem
0s grupos de instancias de ovinos das racas Dorper e White Dorper.

Utilizando a implementacdo J48 (do algoritmo C4.5) na ferramenta WEKA, esta
foi capaz de gerar um modelo e uma arvore de decisdo, porém, de maneira pouco
aproveitavel.

Ao utilizar 16087 instancias de ovinos divididos entre as racas Dorper e White
Dorper, no experimento, o resultado foi de 87% de acerto na determinacdo do padrédo
racial, porém, o indicador de estatistica de kappa revelou valor 0,1 e uma matriz de

confuséo foi gerada conforme a tabela 7.
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Tabela 7 - Matriz de confuséo gerada com o algoritmo C4.5.

Dorper White Dorper Classificagcdo
13836 116 Dorper
1906 229 White Dorper

Fonte: Dados primarios.

O problema, neste caso, foi que as instancias dos animais ndo estavam
proporcionalmente divididos entre as duas racas, tendo uma razdo de 1 animal White
Dorper para cada 6,5 animais Dorper. Portanto, entende-se que 0 processamento
resultante da execucdo do algoritmo utilizou estatistica simples para construcdo de uma
arvore de decisdo, onde foi determinado que € mais provavel que um animal seja da raca
Dorper, simplesmente. Consequentemente, todas instancias foram avaliadas como tal,
chegando ao resultado de 87% de acerto, mesmo sem ter envolvido os outros atributos do

conjunto de dados na avaliacdo, conforme fica explicito na figura 6.

Figura 6 - Arvore de decisdo gerada no experimento 3 pelo algoritmo C4.5.

Fonte: Dados primarios.

Para a resolucdo deste conflito, Witten, Frank e Hall (2011) sugerem uma técnica
de amostragem chamada de amostragem sem substitui¢do, onde, basicamente, sdo gerados
nameros aleatorios entre 1 e o nimero total de instancias da populacdo em estudo (neste
caso, 16087) com o objetivo de selecionar instancias para determinada amostra. Esta
técnica ainda prové tratamento para que numeros ja gerados no tratamento ndo sejam
repetidos, ndo permitindo, portanto, que instancias sejam repetidas no conjunto de

amostragem.
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Desta forma, o conjunto de dados foi reduzido para 4196 insténcias, sendo
mantidas 2061 instancias de animais correspondentes a raca Dorper e 2135 instancias de
animais correspondentes a raca White Dorper.

Ao repetir 0 experimento, o algoritmo apresentou apenas 62% de acerto na
classificacdo, apesar de que foi aumentado o indicador de estatistica de kappa para 0,25 e

uma matriz de confusdo conforme a tabela 8.

Tabela 8 - Matriz de confusdo gerada no experimento 3 pelo algoritmo C4.5.

Dorper White Dorper Classificacdo

1365 696 Dorper
882 1253 White Dorper

Fonte: Dados primarios.

A éarvore de decisdo gerada também foi influenciada pelo balanceamento

proporcional realizado e foi disposta conforme a figura 7.



Figura 7 - Arvore de decisdo gerada no experimento 3 com o algoritmo C4.5.
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De acordo com a figura acima, dadas restri¢coes de correcdo do modelo, conforme
apresentado, pode-se interpretar uma dependéncia inicial sobre o tipo de concepc¢do do
animal, onde a geragdo embrifes por inseminagdo artificial tende a ser mais comum a
criacdo da raca White Dorper. Além disto, nota-se a ocorréncia de partos quéadruplos
indicarem sua ocorréncia na raca Dorper, apenas, quando de determinacdo baseada neste

quesito.

5.3.4 Experimento 4

Neste experimento, foi conduzida uma atividade de associacdo baseada apenas nos
dados de irregularidades de animais constantes no conjunto de dados em estudo.

Para fins de pre-processamento dos dados, quando da confecc¢do do arquivo ARFF
utilizado como entrada na ferramenta WEKA, foi criada e utilizada uma projecdo de
banco de dados especifica, onde foram recuperados dados referentes a raca de cada um
dos animais irregulares e apresentados seus indicativos de irregularidades em cada uma
das possibilidades, sendo 17 no total, conforme a tabela 2, apresentado anteriormente no
capitulo 5.

Novamente, foi aplicado o algoritmo Apriori, porém, sem critério de confianca
para eliminacdo de regras irrelevantes. A Unica restricdo ao resultado desta atividade foi a
do nimero de regras a serem apresentadas, no caso, 10.

O algoritmo executou 18 iteracdes pelo conjunto de 7955 instancias de animais
irregulares e retornou duas regras de conjuntos de elementos frequentes, sendo

e Animais da raca Dorper associados a auséncia de testes de parentesco

(irregularidade de codigo 16) em 1119 casos; e
e Animais da raca Santa Inés associados a auséncia de inspecdo ao pé da mae
(irregularidade de codigo 11) em 1526 casos de irregularidades.

A raca Dorper foi associada a irregularidade 16 com 71% de confianc¢a, enquanto a
raca Santa Inés foi associada a irregularidade 11 com 60% de confianga.

Além disto, a raca Texel foi revelada como uma terceira problematica, no que se
trata de ocorréncias de irregularidades, porém, em menor propor¢do, ndo sendo associada

a um conjunto de irregularidades em especifico.
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5.3.5 Experimento 5

O algoritmo k-means foi utilizado para fins de andlise de agrupamentos
(clustering) sobre o conjunto de dados em sua totalidade. Nesta atividade, foi eliminado,
do conjunto de dados, o atributo determinando das ragas de animais, utilizado como rétulo
de classes em atividades de classificagéo, por irrelevancia ao experimento.

Neste caso, especificamente, a intencdo da analise foi de agrupar instancias de
acordo com semelhancas nos valores de seus atributos, sem objetivo especifico. Este
experimento foi conduzido de forma exploratéria e iterativa, elevando a quantidade de
agrupamentos possiveis a cada iteracao.

Através da interface da ferramenta WEKA, onde é permitido o cruzamento de
dados em um ambiente grafico em plano bi-dimensional, pdde ser observado um
comportamento inerente as regras de negécio do dominio.

A figura 8 apresenta a plotagem de dois eixos, x (na horizontal) e y (na vertical),
onde o primeiro representa a indicacdo de confirmagdo de animais, enquanto o segundo
representa o atributo da idade dos animais em meses.

A plotagem das instancias de animais no grafico, conforme estes dois atributos,
revela alta concentracdo de animais ndo confirmados a partir de seus trés meses de idade.
E aparente um hiato na atividade de confirmacio desde trés meses de idade dos animais
até 8 meses de idade dos animais, quando estes atingem maturidade suficiente para terem

seus certificados de padrao racial.
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Figura 8 - Grafico gerado no experimento 5 pelo algoritmo k-means.

Fonte: Dados primarios.

A figura 9 também apresenta dois eixos, x (na horizontal) e y (na vertical), sendo o
eixo x representante da quantidade de irregularidades atribuidas aos animais, enquanto o
eixo y representa a idade dos animais em meses.

Este grafico cria suporte aos argumentos apresentados acima pela demonstracéo da
atividade de correcdo de irregularidades a partir dos oito meses de idade dos animais,
considerando que eles necessitam estar em estado de aptos, ou seja, auséncia de
irregularidades em seus registros, para poderem ser confirmados.

Em visualizacdo a figura 9, nota-se a diminui¢do na quantidade de irregularidades
a partir dos oito meses de idade dos animais, 0 que é requisito para a atividade de

confirmacao.
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Figura 9 - Gréfico gerado no experimento 5 pelo algoritmo k-means.
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Fonte: Dados primarios.

O capitulo 5 se prop6s a introduzir o dominio de negdcio da ovinocultura no
Brasil, de modo a apresentar seu potencial a atividade de mineracdo de dados. Neste
contexto, a ferramenta WEKA foi utilizada sobre um conjunto de dados oriundo do
dominio da criacdo de ovinos em cinco experimentos distintos.

Os experimentos 1 e 4 resultaram, respectivamente, na obtencdo de regras de
associacdo que revelaram possiveis atividades fora de padrdo do sistema de gestdo de
negdcio e alta ocorréncia de determinadas irregularidades em determinadas ragas ovinas.

Os experimentos 2 e 3 foram capazes, através de atividades de classificacdo, de
demonstrar como diferentes abordagens algoritmicas podem influenciar na geracdo de

arvores de deciséo, além de evidenciar como despropor¢do quantitativa entre entidades de
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diferentes classes pode levar a resultados irrelevantes neste tipo de atividade. Também foi
indicada uma abordagem a solucdo deste problema, que foi utilizada com sucesso.

O experimento 5, utilizando-se da funcionalidade de clustering sobre o conjunto
de dados, foi capaz de apresentar, visualmente, padrdes de atividades em criacdo de
ovinos em artefatos graficos.

O capitulo 6, finalmente, apresenta as consideragdes finais e conclusdes do

presente estudo.
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6 CONCLUSAO

Diante dos resultados apresentados nos experimentos executados no presente
trabalho, puderam-se observar diferentes abordagens a descoberta de conhecimento com
mineracdo de dados, dada a preparagéo correta do conjunto de dados utilizado.

Ficaram evidentes as dificuldades causadas pela inconsisténcia de dados em sua
fonte original, o que foi tratado com sucesso na geracdo do conjunto final de dados
utilizados em cada um dos experimentos.

Contudo, assim como foram descobertas regras de associacdo ja de conhecimento
no dominio, ou irrelevantes, também foram descobertos indicativos de atividade err6nea
no sistema de software oriundo do dominio do negdcio exposto.

Foi demonstrado, também, como algoritmos de classificacdo podem tratar a
interpretacdo dos dados de maneira puramente estatistica, podendo causar confusdo ou ma
interpretacdo pelos usuarios de ferramentas de mineragdo de dados. Foram identificados
casos onde um Unico atributo foi utilizado para determinar classes, e também como
probabilidade estatistica pode ser adotada como abordagem algoritmica em caso de grande
desproporcéo entre entidades de cada classe.

Por outro lado, foram descobertos fatores ou atributos determinantes quando da
geracdo efetiva de arvores de decisdo no dominio proposto, como o tipo de concepcéo dos
animais e, também, o nimero de irméos de mesmo parto.

Foram associadas irregularidades frequentes em duas racas ovinas, 0 que pode
implicar na criacdo de abordagens administrativas para o tratamento destas, o que implica
diretamente no dominio do negocio e melhoramento da ovinocultura.

A geracdo de agrupamentos foi capaz de apresentar, visualmente, as tendéncias
para correcdo de irregularidades, de acordo com a idade dos ovinos e, também de acordo
com a necessidade de obtencao do certificado de pureza racial.

Considerou-se, portanto, que o conjunto de dados em estudo foi tratado com
sucesso nas fases de pré-processamento de dados e foi possibilitada a utilizacdo da
ferramenta WEKA através de suas funcionalidades de mineracdo de dados apds o estudo
das utilidades disponibilizadas pela propria ferramenta. Finalmente, foram obtidos
resultados que serviram como base para o desenvolvimento de conhecimento com
aplicabilidade relevante em ovinocultura.

Trabalhos futuros, considerando os resultados obtidos nestes experimentos, podem

levar & informacdo de interessados, além da continuacdo de projetos de pesquisa na
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mesma area, onde existem e sejam disponibilizadas quantidades de dados que possam ser

estudadas com o fim de minerar conhecimento.
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